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1. Einleitung

1.1. Problemstellung

Seit dem Ende des 20. Jahrhunderts spielt Building Information Modeling eine immer grö-
ßere Rolle im Bauwesen, da es unter anderem ein effizienteres und flexibleres Planen und
Betreiben von Bauwerken ermöglicht. Ein wichtiger Teil ist dabei die digitale Verfügbarkeit
von Informationen und Metainformationen jeglicher Art. Diese sind üblicherweise digital ge-
speichert und verfügbar. Ältere und teilweise sogar neuere Planunterlagen sind jedoch oft-
mals nur als gedruckte Version verfügbar und dementsprechend nicht digitalisiert. Für die
Digitalisierung analoger Baupläne und anderer Gebäudeinformationen, wie beispielsweise
Änderungsforderungen, Vertragsunterlagen oder Betriebsanleitungen, ist ein hohesMaß an
menschlicher Arbeitskraft nötig. Daher ist es sinnvoll, diesen Prozess digital zu unterstützen,
um Qualität und Verarbeitungsgeschwindigkeit zu erhöhen und damit Planungsprozesse ef-
fizienter zu gestalten.

1.2. Ziel

Ziel dieser Arbeit ist es, mit Hilfe eines künstlichen Neuronalen Netzes den Aufwand der
Digitalisierung zu minimieren, indem die geometrischen und semantischen Daten automati-
siert ausgelesen werden. Dazu werden geeignete Trainingsdaten erstellt, indem existieren-
de Grundrisszeichnungen mit Labeln versehen werden. Der Fokus dieser Arbeit liegt dabei
auf der Bauteilgruppe der Treppen. Außerdem wird es mit Hilfe eines Neuronalen Netzes
möglich sein, Metainformationen aus Planköpfen auszulesen. Das beinhaltet zum Beispiel
Namen der Planersteller, den Maßstab und Planbezeichnungen.

1.3. Aufbau der Arbeit

Die Projektarbeit setzt sich aus einem theoretischen Teil und einem praktischen Teil zusam-
men. Im theoretischen Teil geht es zunächst um die Erklärung relevanter Begriffe. Außer-
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1. Einleitung

dem geht es um die Erläuterung der methodischen Grundlagen sowie der Techniken, die
im Rahmen dieser Arbeit verwendet wurden. Im praktischen Teil geht es um die konkrete
Umsetzung des Vorhabens sowie die Dokumentation des Vorgehens. Im Verlauf der Arbeit
hat sich herausgestellt, dass es praktischer ist, das Erkennen und Auslesen des Schriftfeldes
(umgangssprachlich auch Plankopf oder Zeichnungskopf genannt) getrennt vom Erkennen
der Bauteile zu behandeln. Die Bauteilerkennung erfolgt durch ein Neuronales Netz, wäh-
rend die Schriftfelderkennung durch Erkennung von Konturen und anschließendem OCR
(Optical Character Recognition) realisiert wird.

1.4. Verwendete Software

Es wird folgende Software verwendet:
ˆ Programmiersprache: Python 3.71 (Python Software Foundation 2020)
ˆ Bibliothek zur Bildverarbeitung: OpenCV2 (Open Source Computer Vision Library) in
Version 4.4 für Python (OpenCV team 2020)

ˆ Bibliothek und Framework für Machine Learning: TensorFlow 2.4.0 (Abadi u. a. 2015)
ˆ Onlinetool zum Erstellen der Ground Truths: Roboflow Annotate3 (Roboflow Inc. 2021)
ˆ Onlinetool als Trainingsumgebung: Google Colaboratory4 (Kurzform: Colab) (Google
Research 2021)

ˆ Software zur Texterkennung (OCR – Optical Character Recognition): Tesseract OCR5
v5.0.0-alpha (Windows) von Smith (2020)

ˆ Wrapper für Tesseract OCR zur Verwendung in Python: Python Tesseract6 0.3.6 (Sa-
muel u. a. 2020)

ˆ TensorFlowObject Detection API 2.4.0 (Huang u. a. 2020) zur einfacheren Verwendung
von vortrainierten Modellen in TensorFlow

1siehe python.org/downloads/release/python-370/2siehe pypi.org/project/opencv-python/ sowie opencv.org/3siehe roboflow.com/annotate4siehe colab.research.google.com/5siehe github.com/tesseract-ocr/tesseract6siehe pypi.org/project/pytesseract/
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2. Maschinelles Lernen

In diesem Kapitel wird das Themengebiet Maschinelles Lernenvorgestellt und in den Kontext
dieser Arbeit eingeordnet. Dazu wird zuerst eine Einordnung in den Überbegriff Künstliche

Intelligenzsowie dessen Teilgebiete kurz vorgestellt. Weiterhin werden Lernstrategien, Feh-
lerarten von Machine Learning Algorithmen und Details zu Trainingsdaten erläutert.

2.1. Einordnung und Übersicht

Maschinelles Lernen ist ein Teilgebiet der Künstlichen Intelligenz (kurz KI, englisch: Artificial
Intelligence). Eine eindeutige Definition von Intelligenz und weiterführend der Künstlichen
Intelligenz gibt es nicht. Verschiedene wissenschaftliche Disziplinen wie theoretische Infor-
matik, Biologie, Neurowissenschaft oder Philosophie haben unterschiedliche Sichtweisen
auf das Gebiet der Künstlichen Intelligenz. Im Buch Arti�cial Intelligencewird KI aus Sicht
eines Informatikers als die „[...] Untersuchung von Berechnungsverfahren, die ein Wahrneh-
men, Schlussfolgern undHandeln ermöglichen“ (Winston 1993, S. 5) definiert. Umebendiese
Schlussfolgerungen ziehen zu können, muss anhand derWahrnehmung ein Lernprozess er-
folgen, um Wissen zu generieren. Daher ist Maschinelles Lernen ein wichtiger Bestandteil
von intelligenten Systemen. In Abbildung 2.1 ist eine mögliche Systematik der Themengebie-
te Künstliche Intelligenz und Maschinelles Lernen dargestellt. Die grau hinterlegten Felder
bezeichnen verschiedene mögliche Modelle, die zum maschinellen Lernen genutzt werden.
In dieser Projektarbeit meint Künstliche Intelligenz vor allem die Informationsverarbeitung

und damit eine sogenannte schwache Künstliche Intelligenz(Schneeberger u. a. 2014, S. 4). Da-
zu zählen zum Beispiel Bild-, Sprach- und Texterkennung, Spamfilter für Emails oder die Au-
tovervollständigung bei Smartphonetastaturen. Demgegenüber steht das bisher ausschließ-
lich theoretisch existierende Konstrukt der starken Künstliche Intelligenz. Eine solche starke
Künstliche Intelligenz erreicht oder übertrifft sogar die intellektuellen Fähigkeiten einesMen-
schen. Sie reagiert außerdemnicht bloß auf Eingaben oder Anfragen, sondern handelt selbst
aus eigenem Antrieb heraus und ist kreativ (Schneeberger u. a. 2014, S. 4 f.).
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Abbildung 2.1.: Systematik der Felder KI, Maschinelles Lernen und Neuronale NetzeQuelle: Eigene Zeichnung nach Schneeberger u. a. (2014), Camastra (2008) und Ertel (2016)

2.2. Lernstrategien

Wie auch bei Menschen gibt es für Maschinelles Lernen verschiedene Strategien des Ler-
nens. Eine mögliche Einteilung von Lernstrategien bietet die Menge an nötigen Schlussfol-
gerungen (und damit den Aufwand) des Lernenden, um Informationen vom Lehrerzu Wissen
zu verarbeiten. Ein Lehrer ist in diesem Kontext derjenige, der zu lernende Informationen
aufbereitet und präsentiert. Der Lernende dagegen ist derjenige, der die gegebenen Infor-
mationen durch Abstraktion und Verknüpfung in seine eigene Interpretation überführt und
damit Wissen generiert (Camastra 2008). In Abbildung 2.2 sind Lernstrategien von links nach
rechts aufsteigend nach Aufwand des Lernenden dargestellt, wie in Camastra (2008, S. 84 f.)
vorgeschlagen.
Beim Rote Learning(Auswendiglernen) durch den Lernenden werden keine Schlussfolge-

rungen gezogen, sondern jegliches Wissen durch den Lehrer vorgegeben. Das ist beispiels-
weise bei den meisten Computerprogrammen der Fall, bei denen ein Programmierer fes-
te Algorithmen einprogrammiert. Auch gewöhnlichen Datenbanksysteme können als reiner
Wissensspeicher ohne eigene Intelligenz angesehen werden.
Beim Teaching(Lernen nach Anweisung beziehungsweise einfach Lehren) muss der Ler-

nende eine geringe Menge an Schlussfolgerungen selbst ziehen, indem er aufbereitetes
Wissen in eigene, interne Repräsentationen von Wissen überführt. Das ist beispielsweise in
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Abbildung 2.2.: Lernstrategien des (Maschinellen) LernensQuelle: Eigene Zeichnung nach Camastra (2008)

Schulen im Verhältnis Schüler zu Lehrer der Fall. Durch Erklärung, Aufbereitung und Präsen-
tation von Wissen durch den Lehrer ist der Schüler in der Lage, das Wissen zu nutzen. Auch
hier liegt der meiste Aufwand noch beim Lehrer.

Analogienwerden genutzt, um bereits existierendesWissen auf ähnliche Probleme abstra-
hieren zu können. Damit kann Lernen durch Analogien als Weiterführung des Teachings
angesehen werden, bei der der Lernende mehr Aufwand betreiben muss.
Die am häufigsten im Bereich des Maschinellen Lernens genutzte Strategie ist das Ler-

nen durch Beispiele. Hierbei muss der Aufwand des Schlussfolgerns fast ausschließlich durch
den Lernenden erbracht werden. Der Lehrer dagegen präsentiert lediglich eine Auswahl
an Beispielen, aus denen der Lernende Regeln ableiten soll. Das bedeutet allerdings nicht,
dass der Lehrer keinen Aufwand betreiben muss. Bisher war vom Aufwand des Schlussfol-
gerns die Rede. Beim Lernen am Beispiel muss jedoch teilweise erheblicher Aufwand in das
Aufbereiten der Beispiele investiert werden. Lediglich das Schlussfolgern wird komplett an
den Lernenden abgegeben. Da das Lernen am Beispiel für diese Projektarbeit besonders
relevant ist, wird es im nachfolgenden Kapitel ausführlicher erklärt.

2.2.1. Lernen am Beispiel

Man unterscheidet Lernen am Beispielunter anderem in unüberwachtes, teilüberwachtes
und überwachtes sowie aktives und bestärkendes Lernen. Beim unüberwachten Lernen
werden zum Training keine gelabelten Daten verwendet. Ein Label ist eine gewünschte Lö-
sung eines Beispiels, wie zum Beispiel eine bestimmte Klassenzugehörigkeit oder ein Funkti-
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2. Maschinelles Lernen

onswert. Der Lernalgorithmus versucht selbstständig, Muster oder Gruppen (Clustering) in
den Trainingsdaten zu finden. Überwachtes Lernen dagegen bedeutet, dass die Trainingsda-
ten aus Eingangsdaten und gewünschtem Output bestehen. Das heißt, die Kategorisierung
der Daten ist bereits bekannt. Regression und einige Arten des Clustering gehören hier-
zu. Mischt man die zuvor genannten Arten der Trainingsdaten, wird dies teilüberwachtes
Lernen genannt. Durch das Mischen von mit weniger Aufwand zu erhaltenden ungelabel-
ten Daten und zu einem genaueren Ergebnis führenden gelabelten Daten vereint man die
Vorteile beider Methoden. Ein Sonderfall für (teil)überwachtes Lernen ist das aktive Lernen.
Hierbei werden während des Lernvorgangs bei fehlenden Labels aktiv externe Informations-
quellen befragt. Das kann ein Mensch, aber auch eine andere Datenquelle sein. Ein bekann-
tes Beispiel ist die Gesichtserkennung bei Software für Fotosortierung: zur gleichen Person
gehörende Gesichter werden automatisch gruppiert, bei Unsicherheiten wird aber der Be-
nutzer explizit nach der Kategorisierung der erkannten Person befragt. In Abbildung 2.1 ist
eine mögliche Einteilung von häufig genutzten Künstlichen Neuronalen Netzen nach ihrer
zugrunde liegenden Lernstrategie dargestellt.

2.2.2. Lazy und Eager Learning

Ein weiteres Kriterium zur Unterteilung von Lernalgorithmen ist die Unterscheidung in Ea-

ger Learningund Lazy Learning, also �eiÿiges und faules Lernen. Beim Eager Learning wird der
größte Aufwand in der Lernphase betrieben, um das Lernmodell zu trainieren. Schlussfol-
gerungen lassen sich anschließend aber schnell und mit wenig Aufwand ziehen. Beispiele
dafür sind Neuronale Netze oder Entscheidungsbäume. Im Gegensatz dazu steht das Lazy
Learning, bei dem lediglich die gelernten Datensätze in einem Ergebnisvektor abgespeichert
werden. Während das Abspeichern schnell geht, ist das spätere Auswerten vor allem bei grö-
ßeren Datensätzen rechenintensiv. (Ertel 2016, S. 214 f.)

2.3. Fehlerarten, Metriken und die Konfusionsmatrix

Das allgemeine Ziel eines Lernalgorithmus ist es üblicherweise, aus bisher gelerntemWissen
für neue Informationen Schlussfolgerungen ziehen zu können. Daher ist es sinnvoll die Leis-
tung eines Algorithmus zu beurteilen. Eine solche Bewertung nennt man auch Metrik. Da es
in dieser Projektarbeit umObjekterkennung und damit Klassifikation geht, wird hier lediglich
die Klassifikationsleistung eines Lernalgorithmus betrachtet. Eine Klassifikation kann dabei
sowohl mit binären Zuordnungen (entweder gehört ein Beispiel zur betrachtenden Klasse
oder es gehört nicht zur betrachteten Klasse) als auch regressiv (es wird die Wahrscheinlich-
keit angegeben, mit der ein Beispiel zur betrachteten Klasse gehört) durchgeführt werden.
Für jedes zu klassifizierende Beispiel gibt es dabei je existierender Klasse vier Möglichkeiten
der Klassifizierung. Diese sind in Tabelle 2.1 in einer sogenannten Konfusionsmatrix darge-
stellt (Kubat 2017).
Die möglichen Zuordnungen für ein Beispiel B in eine Klasse K durch den Algorithmus

sind (Kubat 2017, S. 211 ff.):
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�6�Q�V�C�N���2�Q�R�W�N�C�V�K�Q�P��
�0

�6�T�W�G���&�Q�P�F�K�V�K�Q�P��
�2�Q�U�V�K�V�K�X�G

�6�T�W�G���&�Q�P�F�K�V�K�Q�P����
�0�G�I�C�V�K�X�G

�2�T�G�F�K�E�V�G�F
�&�Q�P�F�K�V�K�Q�P����

�2�Q�U�K�V�K�X�G

�6�T�W�G���2�Q�U�K�V�K�X�G��
�0�6�2

�)�C�N�U�G���2�Q�U�K�V�K�X�G
���6�[�R�G���á���(�T�T�Q�T����

�0�)�2

�2�T�G�F�K�E�V�G�F
�&�Q�P�F�K�V�K�Q�P����
�0�G�I�C�V�K�X�G

�)�C�N�U�G���0�G�I�C�V�K�X�G��
���6�[�R�G���á�á���(�T�T�Q�T����

�0�)�0

�6�T�W�G���0�G�I�C�V�K�X�G��
�0�6�0

�6�T�W�G���&�Q�P�F�K�V�K�Q�P

�2
�T

�G
�F

�K
�E

�V
�G

�F
�&

�Q
�P

�F
�K

�V
�K

�Q
�P

Tabelle 2.1.: Konfusionsmatrix eines binären KlassifizierersQuelle: Eigene Zeichnung nach Kubat (2017)

ˆ echt positiv bzw. true positive: B gehört wirklich zu K und wurde auch durch den
Algorithmus korrekt K zugeordnet

ˆ echt negativ bzw. true negative: B gehört nicht zu K und wurde auch korrekt durch
den Algorithmus als nicht zu K zugehörig erkannt

ˆ falsch positiv bzw. false positive: B gehört nicht zu K , wurde aber vom Algorithmus
dennoch K und damit falsch zugeordnet (sogenannter Fehler I. Art)

ˆ falsch negativ bzw. false negative: B gehört zu K , wurde aber vom Algorithmus nicht
K zugehörig und damit falsch erkannt (sogenannter Fehler II. Art) bezeichnet

Aus diesen vier Zuordnungen lassen sich Maße zur Bewertung des Algorithmus ermitteln.
Häufig genutzte Metriken für binäre und regressive Klassifikationen werden in den nächsten
zwei Abschnitten genauer erläutert.

2.3.1. Metriken für binäre Klassifikationen

Binäre Klassifikationen ordnen einem Beispiel nur eine Klasse zu. Es ist nicht erkennbar, wie
sicher sich der Algorithmus mit dieser Zuordnung ist. Die Zuordnung erfolgt durch einen
sogenannten one-hot-Vektor. Dieser ordnet einem Beispiel für die zugeordnete Klasse den
Wert 1 zu, während alle weiteren Klassen denWert 0 bekommen. Durch diese binäre Zuord-
nung lassen sich mithilfe der Konfusionsmatrix folgende Metriken errechnen:
Accuracy

Ein einfaches Maß ist die Accuracy(Genauigkeit). Dazu wird die Anzahl der richtigen Klassifi-
kationen (true positive und true negative) durch die Gesamtzahl der getroffenen Klassifika-
tionen geteilt

Acc =
NT P + NT N

N
(2.1)

Das Gegenstück zu Accuracy ist der Fehleranteil oder Error. Er ist der Anteil aller falschen
Klassifikationen (false positive und false negative) relativ zu allen durchgeführten Klassifika-
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2. Maschinelles Lernen

tionen. Er lässt sich außerdem aus der Accuracy herleiten:
Err = 1 � Acc (2.2)

Die Accuracy gibt also an, mit welcher Wahrscheinlichkeit eine Klassifikation richtig getroffen
wurde. Das führt zu einem Problem, falls die Häufigkeitsverteilung der Klassen stark unter-
schiedlich ist, wie es in vielen Bereichen des Machine Learning der Fall ist. Betrachtet man
Beispielsweise eine Klasse A mit einer Häufigkeit von 2% und eine Klasse B mit einer Häufig-
keit von 98%, kann man eine Accuracy von nahezu 1,0 erreichen, indem man ausschließlich
jeden Datenpunkt der Klasse B zuordnet. Damit ergibt sich für die Accuracy ein Wert von
0.0 + 0.98 = 0.98. Dennoch wäre dieses Modell nutzlos, obwohl es so oft richtig liegt, da es
nie eine Klasse A klassifizieren würde. Für ausreichend gleich verteilte Klassen ist die Accura-
cy aber durchaus sinnvoll nutzbar, auch wenn dies bei realen Problemen selten vorkommt.
(Kubat 2017, S. 211 ff.)
Precision und Recall

Zwei weitere Maße zur Bewertung eines Klassifikationsalgorithmus sind Precision(Präzision:
welcher Anteil der als positiv eingeordneten Beispiele waren tatsächlich positiv) und Recall

(Rückruf: welcher Anteil der positiven Beispiele wurden als solche auch klassifiziert)1
Pr =

NT P

NT P + NF P
(2.3)

Re =
NT P

NT P + NF N
(2.4)

Precision und Recall sind meist konträr zueinander: eine höhere Precision wird oft auf Kos-
ten eines schlechteren Recallwertes erzielt, ein höherer Recall bedingt dagegen meist ei-
ne geringere Precision. Welchen der beiden Werte man bevorzugt, ist stark anwendungs-
abhängig. Im medizinischen Bereich ist dies besonders deutlich: eine falsche medizinische
Diagnose ist oft teurer als gar keine Diagnose. Fehlende Diagnoseergebnisse können durch
zusätzliche Tests noch erlangt werden, während bei einer falschen Diagnose eventuell eine
Behandlung gewählt wird, die mehr schadet als nützt. Daher würde in diesem Beispiel eine
hohe Precision gefordert werden (Kubat 2017, S. 211 ff.).
Sensitivity und Specificity

Seltener ließt man im Bereich des Machine Learning auch von den Begriffen Sensitivityund
Speci�city, die sonst eher in der Medizin verwendet werden. Die Sensitivity entspricht dem
zuvor definierten Recall, während die Specificity dem Recall, allerdings gemessen an negati-

1Rückruf meint hier nicht den Rückruf im Sinne eines Produktrückrufes, wie es beispielsweise bei PKW oderLebensmitteln gelegentlich vorkommt. Es ist ehermit demRecall in Talentshows zu vergleichen: eine hohe Recall-quote bedeutet, dass von den im Bewerberpool vorhandenen Talenten die meisten auch tatsächlich als Talenteerkannt wurden.

18



2.3. Fehlerarten, Metriken und die Konfusionsmatrix

ven Beispielen, entspricht (Kubat 2017, S. 211 ff.):
Sen =

NT P

NT P + NF N
= Re (2.5)

Spe=
NT N

NT N + NF P
(2.6)

Es gilt dabei folgender Zusammenhang:
Sen+ NF N = 1 sowie Spe+ NF P = 1 (2.7)

In der medizinischen Diagnose ist die Testsensitivität die Fähigkeit eines Tests, diejenigen
mit der Krankheit korrekt als krank zu identifizieren. Die Testspezifität dagegen ist die Fähig-
keit des Tests, diejenigen ohnedie Krankheit korrekt als gesund zu identifizieren. Wenn 100
Patienten getestet werden, von denen bekannt ist, dass sie eine Krankheit haben und 43
positiv getestet werden, dann hat der Test eine Sensitivität von 43%. Wenn 100 Patienten
ohne Krankheit getestet werden und 96 ein negatives Ergebnis erhalten, dann hat der Test
eine Spezifität von 96% (Mangrulkar 2011).

F-Score

Um je nach Problemstellung die Stärke des Einflusses von Recall und Precision einbeziehen
zu können, kann der F� -Score genutzt werden. Mithilfe des Parameters � lässt sich der-
Score mehr zugunsten des Recalls (� > 1 ) oder zugunsten der Precision (� < 1 ) gewichten.
Ein Mittelwert zwischen beiden Maßen ergibt sich für � = 1, der sogenannte F1-Score. Die
Scores errechnen sich aus (Kubat 2017, S. 211 ff.):

F� = F (� ) =
(� 2 + 1) � P r � Re

� 2 � P r + Re
(2.8)

Sowie für � = 1:
F1 = F (1) =

2 � P r � Re
Pr + Re

(2.9)
Weshalb dieses Maß ausgerechnet F heißt, ist nicht ganz geklärt. Nach Yutaka Sasaki in

„The truth of the F-measure“ kommt die Bezeichnung durch ein Missverständnis während
der MUC-4 (Fourth Message Understanding Conference, eine Konferenz der US-amerikani-
schen Organisation DARPA) zustande (Sasaki 2007, S. 5). Dort wurde fälschlicherweise eine
andere F-Funktion in C. J. van Rijsbergens Buch Information Retrievalals die Definition des
F-Score angesehen.

gmean

Weiterhin wird auch der geometrischeMittelwert oder kurz gmeanzur Bewertung einer Klas-
sifikation verwendet. Dies ist vor allemdann sinnvoll, wennman stark ungleichmäßig verteilte
Mengen von positiven und negativen Beispielen Klassifizieren möchte und das Lernmodell
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für beide Klassifizierungen optimieren möchte. Dazu wird die Quadratwurzel aus dem Pro-
dukt von Sensitivity und Specificity ermittelt:

gmean =
p

Sen� Spe (2.10)
Je weiter dieWerte von Sensitivity und Specificity auseinander liegen, desto kleiner ist gmean
(Kubat 2017, S. 211 ff.; Géron 2019, Chapter 3).
2.3.2. Metriken für regressive Klassifikationen

Für regressive Klassifikationen muss zusätzlich die Wahrscheinlichkeit, mit der ein Beispiel
durch den Klassifizierer zu einer Klasse zugeordnet wird, mitbetrachtet werden. Dafür wer-
den sogenannte Kostenfunktionen als Metriken genutzt, die die ermittelten Wahrscheinlich-
keiten zu einer Gesamtbewertung zusammenführen. Häufig genutzte Metriken sind dabei
der Mean Squared Errorsowie die Crossentropy. Da diese gleichzeitig auch als Fehlerfunktio-
nen in Neuronalen Netzen genutzt werden können, werden diese in Abschnitt 3.3.2 genauer
vorgestellt.
2.3.3. Praktische Hinweise zu Metriken

Die Metriken eines Neuronalen Netzes dienen nur zur Bewertung der Leistung des Netzes
und fließen nicht direkt in die Veränderung der Gewichte während des Trainingsprozesses
ein. Sie können allerdings genutzt werden, um das Training eines Neuronalen Netzes vorzei-
tig zu beenden: dazu überwacht TensorFlow die Veränderung einer oder mehrere Metriken
und bricht nach einer festgelegten Anzahl Trainingsdurchläufen ohne Verbesserung jener
Metriken das Training ab.
Metriken können auch als Fehlerfunktion (siehe Abschnitt 3.3.2) verwendet werden, aber

nur wenn sie auch differenzierbar sind. Daher kann es durchaus vorkommen, dass Me-
trik und Fehlerfunktion eines Neuronalen Netzes verschiedene Funktionen sind. Wählt man
in TensorFlow die Metrik Accuracyzur Bewertung einer Klassifizierung, wird durch Tensor-
Flow automatisch eine zur Fehlerfunktion des Neuronalen Netzes passende Crossentropy

gewählt2 (für genauere Erläuterungen zu diesen Fehlerfunktionen siehe Abschnitt 3.3.2).

2.4. Trainingsdaten

Um am Beispiel Lernen zu können werden Trainingsdaten benötigt. Man nennt diesen Vor-
gang auch Funktionslernen aus Beispielen(Schneeberger u. a. 2014, S. 410). Ein solches Bei-
spiel für eine Klassifikationsaufgabe besteht aus einem oder mehreren Merkmalenbezie-
hungsweise Attributen – im Bereich des Machine Learning meist Featuresgenannt – sowie
einer odermehreren zugehörigen Labels(Klassen). Sammeltman eine große AnzahlBeispiele,
lassen sich diese als Trainingsdaten nutzen.

2siehe dazu auch das Argument metrics der Funktion tf.keras.Model.compile() unter tensorflow.
org/api_docs/python/tf/keras/Model#compile (besucht am 05.02.2021)
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2.4. Trainingsdaten

2.4.1. Aufteilung der Trainingsdaten in sets

Trainingsdaten bestehen immer aus mindestens zwei sets (Datensätzen). Das training set

(Trainingsdatensatz) dient dazu, ein Modell beziehungsweise dessen Parameter zu trainie-
ren. Das test set(Testdatensatz) dagegen wird erst nach vollendetem Training zum Testen
der Modellgenauigkeit verwendet. Es ist wichtig, dass der Testdatensatz nur Beispiele ent-
hält, die nicht zum Trainieren des Netzes verwendet wurden. Das ist notwendig, um die Ge-
neralisierungsleistung des Modells bewerten und ein eventuelles Overfitting erkennen zu
können (siehe dazu Abschnitt 3.3.4). Sollen während des Trainings zusätzlich noch Hyperpa-
rameter wie zum Beispiel die Lernrate (siehe Abschnitt 3.3.2) angepasst werden, muss vom
Trainingsdatensatz noch ein validation set (Validierungsdatensatz) abgespalten werden. Mit
diesem wird am Ende jeder Epoche (siehe Abschnitt 3.3.2) das Modell geprüft, ob Hyperpa-
rameter geändert werdenmüssen. Häufig genutzte relative Aufteilungen der Trainingsdaten
sind in Tabelle 2.2 gezeigt. Die Aufteilungsverhältnisse sind allerdings nicht fest vorgegeben,
sondern müssen eventuell je nach Anwendungsfall angepasst werden (Frochte 2018, S. 75;
Géron 2019, Chapter 2; Schneeberger u. a. 2014, S. 411; Camastra 2008, S. 155 ff.).

complete set training validation test100 70 10 20100 70 5 25100 70 0 30100 80 0 20
Tabelle 2.2.: Häufig genutzte Aufteilung von Trainingsdaten in training, validation und test

set in Prozent nach den Vorschlägen von Frochte (2018, S. 75), Géron (2019,Chapter 2), Schneeberger u. a. (2014, S. 411) und Camastra (2008, S. 155 ff.).

2.4.2. Struktur der Trainingsdaten

Weiterhin lässt sich allgemein zwischen strukturierten und unstrukturierten Daten unter-
scheiden. Strukturierte Datenenthalten sogenannte Labels, ihre Klassenzugehörigkeit ist also
bekannt. Die Zuordnung zu Klassen kann dabei auf verschiedene Art und Weise realisiert
werden:

ˆ Für Objekterkennung in Bildern, wie sie zum Beispiel mit Common Objects in Context

(Lin, Maire u. a. 2014) realisiert wird, muss ein sogenannter ground truth angefertigt
werden. Dafür werden alle Instanzeneines oder mehrerer Objekte auf allen verfügba-
ren Bildern mit einer sogenannten Bounding Boxmarkiert. Diese Technik wurde auch
in dieser Projektarbeit in Abschnitt 5.3.2 angewendet.

ˆ Für die Handschrifterkennung von Ziffern mithilfe der MNIST Datenbank(LeCun u. a.
1998) ist jeweils nur eine Instanz einer Klasse – also eine konkrete Ziffer – abgebildet.

ˆ Für die numerische Verarbeitung vonMessdatenwird eineMatrixW aus den Vektoren
der FeatureswF und den LabelswL erzeugt. Im einfachsten Fall mit nur einem Feature
ergibt sich eine Matrix mit zwei Spalten wL = x und wL = y(x) und so vielen Zeilen,
wie Trainingsbeispiele vorhanden sind.
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Zum Training von Neuronalen Netzen werden meistens strukturierte Daten eingesetzt. Ein
großes Problem ist jedoch der Aufwand, der zur Beschaffung solcher Datensätze betrieben
werden muss. Durch die große Anzahl benötigter Beispiele ist viel manuelles Arbeiten nötig.
Einerseits müssen geeignete Daten ausgewählt werden, andererseits müssen diese auch
noch gelabeled werden.
Unstrukturierte Daten dagegen enthalten nur Features und keine Labels. Ihre Struktur

wird erst durch das Machine Learning Modell gefunden. Dafür sind Algorithmen wie zum
Beispiel k-Nearest-Neighbour oder Autoencoder geeignet, die hier aber keine weitere Rolle
spielen sollen. Auch wenn hier das Labeln der Daten entfällt, muss trotzdem eine Auswahl
der Daten getroffen werden. Dennoch ist der Aufwand deutlich geringer als bei einer glei-
chen Menge strukturierter Daten (Géron 2019).

2.4.3. Benötigte Trainingsdatenmenge

Für die tatsächlich benötigte Menge der Trainingsdaten gibt es keine festen Regeln oder Vor-
gaben. Allgemein ist vor allem für das Deep Learning(Lernmodelle von vielen Parametern)
eine große Anzahl Beispiele nötig. Im Bereich der Bild-, Video-, Ton- und Spracherkennung
sind durch die Vielzahl von Merkmalen besonders große Datenmengen nötig. Für die Erken-
nung der handschriftlichen Ziffern 0 bis 9 werden beispielsweise 60.000 Trainingsbilder und
10.000 Testbilder durch die MNIST Datenbank bereit gestellt. Dies ist jedoch auch der Band-
breite an unterschiedlichenHandschriften geschuldet (LeCun u. a. 1998; Aggarwal 2018). Für
die bekannte Datenbank COCO (CommonObjects in Context von Lin, Maire u. a. (2014)), also
die Erkennung von alltäglichen Objekten auf Bildern, werden mittlerweile mehr als 328.000
Bilder mit 2,5 Millionen Instanzen von 91 verschiedenen Objekten angeboten.

2.4.4. Transfer Learning

Um bereits bestehende Datensätze nutzen zu können, gibt es mehrere Möglichkeiten. Zum
einen kann man zu den bestehenden Daten eigene hinzufügen und mit diesem neuen, grö-
ßeren Datensatz eigene Modelle trainieren. Man nennt das Trainieren eines bisher noch
untrainierten Modells von Grund auf üblicherweise training from scratch (Géron 2019, Chap-
ter 19). Das bedeutet allerdings, dass der gesamte Trainingsaufwand neu erbracht werden
muss, was bei großen Modellen selbst bei entsprechender hoher Rechenleistung mithilfe
von GPUs oder TPUs (siehe Abschnitt 3.3.2) mehrere Stunden bis Tage dauern kann.
Um diesen Aufwand zu verringern, wird zum anderen sogenanntes Transfer Learningein-

gesetzt. Dabei werden nicht die originalen Trainingsdaten verwendet, sondern das bereits
damit trainierte Modell. Um das vortrainierte Modell für die eigene Anwendung im Transfer
Learning nutzen zu können, muss es eine gewisse Ähnlichkeit zum eigenen Anwendungsbe-
reich haben. Um zum Beispiel Waldtiere auf Wildkameras automatisiert erkennen zu kön-
nen, kann auf bereits mit anderen Tieren trainierte Modelle zurückgegriffen werden. Durch
die Ähnlichkeit des Anwendungsfeldes kann mit deutlich weniger Trainingsdaten trainiert
werden, als es mit einem Modell from scratchder Fall wäre (Aggarwal 2018, S. 351 f.).
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Da im Bereich der Neuronalen Netze in den letzten Jahren große Fortschritte erzielt wor-
den sind, findet man besonders viele vortrainierte Neuronale Netze. Man nennt eine Samm-
lung solcher bereits trainierten Modelle auch Model Zoo(Aggarwal 2018, S. 351). Das Frame-
work Ca�e (Jia u. a. 2014) bietet beispielsweise Modelle3 zur allgemeinen Objekterkennung
in Bildern. Auch das in dieser Arbeit verwendete Framework Tensor�ow 2 (Abadi u. a. 2015)
bietet ein GitHub-Repository4 mit vortrainierten Neuronalen Netzen zur Objekterkennung
des COCO-Datensets (Lin, Maire u. a. 2014). In dieser Projektarbeit wurde ebenfalls Transfer
Learning genutzt. Die genauen Details dazu sind in Abschnitt 5.3 beschrieben.
2.4.5. Fluch der Dimensionalität

Der Mathematiker Richard Ernest Bellman führte den Begriff Fluch der Dimensionalitätein
(Bellmann 1972). Dieser beschreibt das extreme und nicht intuitive Ansteigen des Volumens
des betrachteten Raumes bei Erhöhung dessen Dimensionen. Durch diesen Anstieg vergrö-
ßert sich auch der Abstand zwischen einzelnen Datenpunkten exponentiell. Der maximal
mögliche euklidische Abstand in einemn- dimensionalen Einheitswürfel im n-dimensionalen
Raum (mit Seitenlänge 1) errechnet sich allgemein aus dmax =

p
n. Im eindimensionalen

Raum beträgt damit der maximal mögliche euklidische Abstand zweier Datenpunkte p
1 = 1.

Im 104-dimensionalen Raum steigt dieser Abstand bereits auf p
104 = 100an, obwohl jede

Seite des Einheitskörpers weiterhin nur 1 Einheit lang ist. In Abbildung 2.3 ist dieses Phäno-
men für die Dimensionen n = f 1, 2, 3g dargestellt (Géron 2019, Chapter 8).

Abbildung 2.3.: Größtmögliche euklidische Abstände auf einer Einheitslinie, einemEinheitsquadrat und in einem EinheitswürfelQuelle: Eigene Zeichnung nach Géron (2019)
Der Fluch der Dimensionalität spielt damit auch im Maschinellen Lernen eine Rolle: je-

des weitere Feature eines Datensatzes erhöht die Dimensionalität des Eingangsraumes. Da-
durch werden exponentiell mehr Daten benötigt, um den gesamten Raum für ein erfolgrei-

3zu finden im GitHub-Repository von Caffe: github.com/BVLC/caffe/tree/master/models (zuletzt be-sucht am 16.01.2021)4zu finden im GitHub-Repository von TensorFlow als Model Zoo: github.com/tensorflow/models/blob/
master/research/object_detection/g3doc/tf2_detection_zoo.md (zuletzt besucht am 16.01.2021)
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ches Training ausreichend abdecken zu können. (Kubat 2017, S. 54; Géron 2019, Chapter
8)
2.4.6. Aufbereitung der Trainingsdaten

Einen signifikanten Anteil am Trainingserfolg einesModells haben die Trainingsdaten an sich.
Daher sollten diese vor dem Training aufbereitet werden (Géron 2019, Chapter 1).
Normalisierung

Die Trainingsdaten liegen im Allgemeinen nicht normalisiert vor. Das bedeutet, dass die
Wertebereiche der Features nicht einheitlich sind: Möchte man beispielsweise als Featu-
res eines Datensatzes die Würfeldruckfestigkeit f von Beton, die üblicherweise im Bereich
f 2 [10000.0: : : 115 000,0 kN/ m2] liegt sowie den Wasser-Zementwert w/ b, der sich aber nur
im Bereich w/ b 2 [0.0: : : 1.0] bewegt, nutzen, unterscheiden sich diese beiden Wertebe-
reiche enorm. Es ist empfehlenswert, vor dem Training eine Normalisierungauf das Intervall
[0, 1] oder [� 1, +1] für alle Features durchzuführen. Das bedeutet, dass für jedes Feature der
Wertbereich auf das Intervall [0, 1] oder [� 1, +1] skaliert wird (Kubat 2017, S. 91). Dadurch
verringert man das Problem, dass bei der Verarbeitung der Daten sehr große Werteunter-
schiede auftreten. Große Unterschiede in den Eingangswerten führen unter anderem zu
starken Rundungsfehlern, wenn eine sehr große und eine sehr kleine Zahl miteinander mul-
tipliziert oder addiert werden. Außerdem werden dadurch die Eingangswerte besser an die
verwendeten Aktivierungsfunktionen (siehe Abschnitt 3.2) angepasst, wodurch das Neuro-
nale Netz schneller konvergiert.
Sampling Bias

Weiterhin sollten ausreichend repräsentative Daten verwendet werden. Es sollten vor allem
die Fälle in den Daten enthalten sein, die man generalisieren möchte. Dies stellt sich oft
als schwierig dar (Géron 2019, Chapter 1). Soll beispielsweise ein Neuronales Netz zur Er-
kennung von bestimmten Bauteilen in Bauplänen für ein bestimmtes LOD (Level of Detail,
Detaillierungsgrad in Planungsunterlagen und Bauzeichnungen) trainiert werden, muss klar
sein, welcher Definition des Level of Detail man folgt. Da die Einteilung der Level of Detail
nicht eindeutig definiert ist und je nach Bauvorhaben anders festgelegt wird, können bei
der Auswahl der Trainingsdaten größere Unterschiede im Detaillierungsgrad der Bauteile
auftreten, obwohl alle demselben LOD zugeordnet sind. Dadurch wird später das Modell
mit unterschiedlichen Detailgraden trainiert.
Durch diese Vorauswahl liegt außerdem ein sogenannter Sampling Biasvor: das Modell

wird, je nachdem wie für die Planunterlagen das Level of Detail festgelegt wurde, nur für
diese Auswahl an Detaillierungsgraden trainiert. In diesem Beispiel ließe sich der Sampling
Bias beispielsweise verringern, indem so viel wie möglich weitere Baupläne unterschiedli-
cher Bauvorhaben – und damit unterschiedliche Definitionen des Level of Detail – in die
Trainingsdaten einfließen. Der Sampling Bias lässt sich allerdings nie auf Null senken. Jede
Auswahl von Trainingsdaten ist mit diesem behaftet (Géron 2019, Chapter 1).
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Konsistenz der Daten

Weiterhin sollten Trainingsdaten jeweils innerhalb ihrer Features konsistent sein. Besonders
anschaulich ist dies bei Bildern. Jedes Bild hat eine Auflösung (Anzahl der Pixel in der Brei-
tendimension mal Anzahl der Pixel in der Höhendimension) und damit ein Seitenverhältnis.
Um ein gutes Trainingsergebnis zu erzielen, sollten sich sowohl Auflösungen als auch Sei-
tenverhältnisse nur wenig unterscheiden. Bei großen Abweichungen sollte auf die kleinste
Auflösung, die in den Trainingsdaten zu finden ist, skaliert werden. Das Vergrößern kleinerer
Bilder erzeugt dagegen meist starkes Rauschen und damit eine Verfälschung der Trainings-
daten. Da durch Skalierung Informationen verloren gehen können, kann es auch notwendig
sein, zu kleine Bilder auszusortieren (Camastra 2008; Géron 2019).
Bei Messreihen sollte man Messfehler und starke Ausreißer vorher aussortieren oder

wenn möglich korrigieren. Bei einzelnen fehlenden Messwerten bietet es sich an, diese zu
ergänzen. Dies ist davon abhängig, was gemessen wurde. Fehlen zum Beispiel bei einer
Wetterstation einige Temperaturmessungen, kann man versuchen, diese aus den vorher
und nachher gemessenen Temperaturen durch Bilden des Durchschnitts zu ermitteln oder
andere Messstationen in der Nähe zu nutzen. Belässt man fehlende Messwerte in den Trai-
ningsdaten, kann das zu vermeidbarem Rauschen oder zum Absturz des Trainingsalgorith-
mus führen. Fehlen sehr viele Messwerte, sollte das entsprechende Feature eventuell ganz
aus dem Datensatz entfernt werden. Alternativ dazu kann man ein Modell auch einmal mit
und einmal ohne das fehlerhafte Feature trainieren und damit zwei verschiedene Vorhersa-
gemodelle erzeugen (Géron 2019, Chapter 1; Kubat 2017, S. 202 ff.).
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3. Künstliche Neuronale Netze

Eine Möglichkeit des Maschinellen Lernens bietet die Verwendung Künstlicher Neuronaler

Netze. Der Aufbau eines solchen Netzes ist aus der Biologie und Neurophysiologie herge-
leitet. Dort wird die Intelligenz eines Menschen vor allem dem großen Netz aus circa 100
MilliardenNervenzellen, den sogenanntenNeuronen, zugeordnet. Die Speicherung und Ver-
arbeitung von Informationen geschieht durch Empfangen und Weiterleiten gerichteter elek-
trischer Signale zwischen verbundenen Neuronen. Wird eine Verbindung oft genutzt, wird
diese größer und damit stärker gewichtet; wird sie selten oder nie genutzt, wird sie kleiner
oder verschwindet ganz. Ob ein Neuron ein Signal weiterleitet oder nicht, hängt von dessen
Schwellwertab: erst wenn die Summe der eingehenden elektrischen Signale stark genug ist
und der Schwellwert überschritten wird, sendet das Neuron selbst ein elektrisches Signal
aus (Ertel 2016, S. 265 ff.).
Die Neurophysiologen McCulloch und Pitts abstrahierten 1943 als erste in ihrem Werk „A

logical calculus of the ideas immanent in nervous activity“ (McCulloch u. a. 1990) die Funkti-
onsweise eines Neurons in einem mathematischen Modell. Sie schufen damit eine wichtige
Grundlage für die Erzeugung Künstlicher Neuronaler Netze. Deren künstliches Neuron be-
stand aus einem oder mehreren binären Eingängen (An/Aus) und einem binären Ausgang.
Das Ausgangssignal wird aktiviert, wenn eine bestimmte Anzahl aktiver Eingangssignale er-
reicht wird, also der Schwellwert überschritten wurde. Schon mit diesem einfachem Aufbau
lassen sich logische Operationen wie UND, ODER oder die Identitätsfunktion abbilden, wie
in Abbildung 3.1 dargestellt ist (Géron 2019, Chapter 10). In diesem Modell wird davon aus-
gegangen, dass ein Neuron ab zwei oder mehr aktiven Eingangssignalen aktiviert wird. Die
Identitätsfunktion A = C bedeutet, dass C nur aktiv ist, wenn A aktiviert ist und damit über
beide Eingänge Signale an C sendet. Beim logischen UND dagegen müssen sowohl A als
auch B aktiv sein, damit C aktiviert wird. Für ein logisches ODER reicht es aus, wenn A oder
B aktiv sind, um C zu aktivieren.
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Abbildung 3.1.: Beispiele für mathematische und logische Operationen mit einemeinzelnen binären Neuron: Identitätsfunktion, UND, ODERQuelle: Eigene Zeichnung nach Géron (2019) und Ertel (2016)
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Abbildung 3.2.: Schematische Darstellung eines Neurons als Treshold Logic Unit (TLU)Quelle: Eigene Zeichnung nach Ertel (2016) und Kubat (2017)

3.1. Aufbau und Funktionsweise eines Künstlichen Neuronalen
Netzes

Die kleinste Einheit eines Künstlichen Neuronalen Netzes ist das Neuron. Die 1943 von Mc-
Culloch u. a. (1990) vorgestellten binären Neuronen waren jedoch sehr limitiert in ihrer An-
wendung. Mit ihnen ließen sich nur diskrete, binäre Eingangswerte verarbeiten. Daher stellte
im Jahr 1958 der US-amerikanische Informatiker und Psychologe F. Rosenblatt ein Netz aus
sogenannten treshold logic units(TLU) vor (manchmal auch LTU, linear treshold unitgenannt),
das Perceptron(Rosenblatt 1958). Eine TLU kann nicht nur binäre Eingangssignale, sondern
auch kontinuierliche Eingangswerte wie Fließkommazahlen verarbeiten (Géron 2019, Chap-
ter 10). Ein solches Neuron (dargestellt in Abbildung 3.2) multipliziert dafür die ankommen-
den Signale f x1, : : : , xng mit den zugehörigen Gewichten f wi 1, : : : , win g und summiert die
Ergebnisse. Auf diese Summewird die Aktivierungsfunktion f angewendet und als Ausgangs-
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signal x i an die nächsten verbundenen Neuronen weitergegeben:

x i = f

0

@
nX

j = 1

wij x j

1

A (3.1)

Eine zentrale Bedeutung für die Arbeitsweise jedes Neurons hat dessen Aktivierungsfunkti-
on. Sie bestimmt, ab wann und wie stark die Eingangssignale weitergegeben werden (Géron
2019, Chapter 10). In Abschnitt 3.2 werden die wichtigsten Aktivierungsfunktionen vorge-
stellt, die in modernen Künstlichen Neuronalen Netzen verwendet werden. Das von F. Ro-
senblatt vorgestellte Perceptron bestand lediglich aus zwei Layern: der Eingangsschicht und
einer Schicht LTUs als Ausgangsschicht. Weiterhin führte Rosenblatt ein sogenanntes Bias-
Neuron ein, das immer den Ausgabewert xb = 1 sendet. Ein positiver Wert des Bias bewirkt
eine Verschiebung der Aktivierungsfunktion nach rechts, also in positive x-Richtung. Damit
lässt sich mithilfe der linearen Algebra schnell und effizient der Output eines solchen Per-
ceptrons errechnen:

hW ,b = � (XW + b) (3.2)
Wobei gilt:

hW ,b(X ) . . . Output eines fully connected Layers
X . . . Eingangsmatrix (eine Zeile je Instanz und eine Spalte je Feature)

W . . . Gewichtsmatrix (eine Zeile je Eingangsneuron; eine Spalte je Neuron)
b . . . Vektor der Gewichte der Bias-Neuronen
� . . . Aktivierungsfunktion, auch als f bezeichnet

In Abbildung 3.3 ist ein solches Perceptron nach Rosenblatt (1958) dargestellt. Es handelt
sich um ein Netz aus fully connected neurons. Das bedeutet, dass jedes Neuron einer Schicht
mit jedemNeuron der Nachbarschicht verbunden ist. Man nennt diese Schichten dann auch
dense layer(Géron 2019, Chapter 10).
Ein Perceptron hat allerdings mehrere gravierende Nachteile. Es kann bei einer Klassifizie-

rung keine Wahrscheinlichkeiten für einzelne Klassen ausgeben, sondern lediglich entschei-
den, ob ein Input zu einer Klasse gehört oder nicht. Außerdem kann mit einem Perceptron
kein logisches XOR (exklusives ODER) abgebildet werden. Auch können nur für lineare oder
linear separable Probleme sinnvolle Ausgaben getroffen werden. In Perceptrons: an introduc-

tion to computational geometryvon Minsky u. a. (1969) wird auf diese und weitere Probleme
deutlich hingewiesen. Diese Veröffentlichung sorgte für den sogenannten AI Winter, da man
sich bis dahin deutlich mehr von Künstlicher Intelligenz und vor allem von Perceptrons er-
hofft hatte. Erst mit der exponentiell wachsenden Verfügbarkeit von Rechenleistung ab den
1990er Jahren und demVerwenden vonMultilayer Perceptrons– also demVerwendenmehre-
re Schichten Neuronen – und dem Verwenden neuer Aktivierungsfunktionen konnten viele
der Nachteile von Perceptrons verringert oder ganz eliminiert werden, was zu einer regel-
rechten Renaissance der Forschung an Künstlichen Neuronalen Netzen führte (Géron 2019,
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Abbildung 3.3.: Schematische Darstellung eines Perceptrons nach F. Rosenblatt mitEingangsschicht, LTUs und Ausgangsschicht sowie Bias-NeuronenQuelle: Eigene Zeichnung nach Géron (2019) und Rosenblatt (1958)

Chapter 10).
Ein modernes Künstliches Neuronales Netz besteht meist aus mehreren Schichten, den

hidden layerssowie einer Eingangs- und Ausgangsschicht (Kubat 2017, S. 91 f.). Bei sehr
vielen Neuronen und mehreren Schichten spricht man von Deep Neural Networks(Géron
2019, Chapter 11).

3.2. Aktivierungsfunktionen

In diesem Abschnitt werden die in Neuronen verwendeten Aktivierungsfunktionen näher
erläutert. Diese sorgen dafür, dass auch nichtlineare Zusammenhänge modelliert werden
können, wenn man entsprechend nichtlineare Aktivierungsfunktionen nutzt (Géron 2019,
Chapter 10). In den Abbildungen 3.4, 3.5 und 3.6 sind die hier vorgestellten Aktivierungs-
funktionen und einige von deren Ableitungen dargestellt. Die Aktivierungsfunktion kann frei
gewählt werden. Es haben sich jedoch bestimmte Ansätze als besonders vorteilhaft heraus-
gestellt:

ˆ Um im Training mit Backpropagation (siehe Abschnitt 3.3.1) arbeiten zu können, muss
die Aktivierungsfunktion differenzierbar sein, das heißt es existiert ein Gradient.

ˆ Aktivierungsfunktionen sollten nicht unbeschränkt sein. Das heißt, dass deren Funkti-
onswerte innerhalb eines Intervalls (a, b) mit a, b 2 R bleiben. Dadurch werden Konver-
genzprobleme während des Trainings verringert (Ertel 2016, S. 269). Allerdings gibt es
hier Ausnahmen wie zum Beispiel die ReLU-Funktion (siehe Abschnitt ReLU-Funktion).

30



3.2. Aktivierungsfunktionen

ˆ In einem Layer sollten alle Neuronen dieselbe Aktivierungsfunktion haben, da dies die
Rechengeschwindigkeit durch mögliche Parallelisierung deutlich erhöhen kann.

3.2.1. Treppen- und Signumsfunktion

In F. Rosenblatts LTUs wurden hauptsächlich die heaviside step function(Treppenfunktion)
oder die Signumsfunktion(Vorzeichenfunktion, kurz sgn oder sig) verwendet (Kubat 2017;
Rosenblatt 1958).

heaviside(z) =

8
<

:
0 für z < 0

1 für z � 0
(3.3)

sgn(z) =

8
>>><

>>>:

� 1 für z < 0

0 für z = 0

+1 für z > 0

(3.4)

Diese sind für einfache lineare Probleme ausreichend. Bei komplexeren, nicht linearen Pro-
blemenmuss allerdings auf nicht lineare Aktivierungsfunktionen zugegriffenwerden, da eine
Linearkombination aus linearen Funktionen selbst wieder nur eine lineare Funktion ergibt.
Außerdem lässt sich für diese nicht stetigen Funktionen kein Gradient ermitteln, der aber zur
Verwendung des Backpropagation-Algorithmus notwendig ist (Kubat 2017). Diese Variante
des Trainings Künstlicher Neuronaler Netze wird in Abschnitt 3.3 näher erklärt.

3.2.2. Logistische Funktion

Die in Parallel distributed processing: explorations in the microstructure of cognitionvon Rumel-
hart u. a. (1986) vorgeschlagene logistische Funktionermöglichte erstmalig die effiziente Ver-
wendung des Backpropagationalgorithmus, da deren Gradient überall existiert und einfach
aus der Ausgangsfunktion berechenbar ist:

logistic(z) =
1

1 + e� z (3.5)
logistic(z)0 = logistic (z) � (1 � logistic(z)) (3.6)

Die logistische Funktion ist auf das Intervall (0, 1) beschränkt, da gilt:
lim

z!�1
logistic(z) = 0 (3.7)

lim
z! + 1

logistic(z) = 1 (3.8)
Die logistische Funktion ist ein Spezialfall der S-förmig verlaufenden Sigmoidfunktionen.
(Géron 2019, Chapter 10; Kubat 2017, S. 92)
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3.2.3. Tangens Hyperbolicus

Der Tangens Hyperbolicusist ebenfalls eine Sigmoidfunktion.
tanh(z) = 1 �

2
e2z � 1

= 2 � logistic(2z) � 1 (3.9)
tanh(z)0 = ( 1 + tanh( z)) � (1 � tanh(z)) (3.10)

Der Tangens Hyperbolicus ist auf das Intervall (� 1, 1) beschränkt, da gilt:
lim

z!�1
tanh(z) = � 1 (3.11)

lim
z! + 1

tanh(z) = +1 (3.12)
Sigmoidfunktionen haben für das Training Neuronaler Netze mithilfe des Backpropagation-
Algorithmus einen entscheidenden Nachteil: für betragsmäßig große Eingangswerte ver-
schwindet der Gradient. In Abbildung 3.4 ist diese Tatsache rechts für die Funktionen tanh(z)

und logistic(z) sichtbar. Bereits für Eingangswerte von jzj > 4 geht die erste Ableitung beider
Funktionen gegen Null. Im Bereich des Maschinellen Lernens wird das Erreichen eines Be-
reiches mit verschwindendem Gradienten als Saturation bezeichnet (Géron 2019, Chapter
11). Mathematisch gesehen handelt es sich dabei um das Annähern der Funktion an eine
horizontale Asymptote.
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Abbildung 3.4.: Aktivierungsfunktionen und deren AbleitungenQuelle: Eigene Zeichnung nach Géron (2019)
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3.2.4. ReLU-Funktion

Die Recti�ed Linear Unit function(ReLU-Funktion) unterscheidet sich deutlich von S-förmigen
Sigmoidfunktionen. Sie ist an der Stelle z = 0 nicht differenzierbar:

ReLU(z) =

8
>>><

>>>:

0 für z < 0

0 für z = 0

z für z > 0

(3.13)

ReLU(z)0 =

8
>>><

>>>:

0 für z < 0

n.d. für z = 0

1 für z > 0

(3.14)

Der Wertebereich der ReLU-Funktion ist ein rechtsseitig unendliches abgeschlossenes In-
tervall [0,1 ) und damit nach oben unbeschränkt, da gilt:

lim
z!�1

ReLU(z) = 0 (3.15)
lim

z! + 1
ReLU(z) = 1 (3.16)

Trotz der nicht differenzierbaren Stelle bei z = 0 und der Unbeschränktheit ist die ReLU-
Funktion eine häufig genutzte und effiziente Aktivierungsfunktion (Géron 2019, Chapter 11).
Obwohl echte Neuronen tatsächlich ein Aktivierungsverhalten zeigen, dass durch eine Sig-
moidfunktion am besten beschreibbar ist, funktioniert die ReLU-Funktion deutlich besser
in Künstlichen Neuronalen Netzen – sowohl im Konvergenzverhalten als auch in der Ge-
schwindigkeit der Berechnung (Géron 2019, Chapter 10). Die Ursache liegt vor allem in den
sogenannten explodierenden und verschwindenden Gradienten, die in Abschnitt 3.3.3 nä-
her erklärt sind. Das Problem der Saturation besteht allerdings auch hier für Eingangswerte
von z < 0 . Während des Trainings kann es nach und nach passieren, dass immer mehr Neu-
ronenmit ReLU-Funktionen als Output nur noch 0ausgeben. Durch den fehlenden Gradien-
ten für z < 0 werden keine Gewichte mehr verändert, sodass der Zustand dieser Neuronen
sich auch bei weiterem Training nicht mehr ändert. Man nennt solche Neuronen dann auch
tote Neuronen(Géron 2019, Chapter 11).
3.2.5. Leaky ReLU-Funktion

Um das Auftreten toter Neuronen zu verringern, aber gleichzeitig die Vorteile der ReLU-
Funktion behalten zu können, wird ein Hyperparameter � > 0 eingeführt. Dieser führt auch
für Eingangswerte z < 0 zu einem Gradienten, der nicht Null ist. In Abbildung 3.5 ist der
Funktionsverlauf für verschiedene Werte von � dargestellt. Untersuchungen durch Xu u. a.
(2015)1 zeigen, dass LReLUmit Werten von � = (0.01: : : 0.2)bezüglich Konvergenzgeschwin-
digkeit und Trainingserfolg besser abschneiden als eine reine ReLU-Funktion (Xu u. a. 2015,
Kapitel 4; Géron 2019, Chapter 11). Leaky ReLU-Funktionen (oder kurz LReLU) berechnen

1Hinweis: in Xu u. a. (2015) wird abweichend von Géron (2019) statt � der reziprokeWert a = 1/ � verwendet
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Abbildung 3.5.: Verlauf der Aktivierungsfunktion Leaky ReLU für verschiedene Werte �Quelle: Eigene Zeichnung nach Géron (2019)

sich wie folgt:

LReLU(z) =

8
>>><

>>>:

�z für z < 0

0 für z = 0

z für z > 0

(3.17)

LReLU(z)0 =

8
>>><

>>>:

� � für z < 0

n.d. für z = 0

1 für z > 0

(3.18)

Der Wertebereich der LReLU-Funktion ist für � > 0 unbeschränkt, da gilt:
lim

z!�1
LReLU(z) = � � 1 (3.19)

lim
z! + 1

LReLU(z) = 1 (3.20)
Weitere Varianten der ReLU-Funktion sind RReLU-Funktionen (randomized leaky ReLU), bei
denen während des Trainings � zufällig in einem gegebenen Bereich gewählt wird und erst
während der Testphase auf einen Durchschnittswert festgelegt wird. Außerdem gibt es noch
PReLU-Funktionen (parametric leaky ReLU), bei denen � kein fester Hyperparameter mehr
ist, sondern selbst während des Trainings durch Backpropagation verändert werden kann.
Dazu sind allerdings größere Trainingsdatensätze als bei der Verwendung von RReLU oder
LReLU nötig, da ansonsten das Risiko des Overfitting sehr hoch ist (Xu u. a. 2015).

3.2.6. ELU-Funktion

Im Jahr 2015 stellten Clevert u. a. in „Fast and Accurate Deep Network Learning by Exponen-
tial Linear Units (ELUs)“ die Exponential Linear Unit(ELU-Funktion) vor (Clevert u. a. 2015). Sie
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Abbildung 3.6.: Verlauf der Aktivierungsfunktion ELU für verschiedene Werte �Quelle: Eigene Zeichnung nach Géron (2019)

ersetzten den linearen Anteil der ReLU-Funktion durch die Exponentialfunktion:

ELU(z) =

8
<

:
� (ez � 1) für z < 0

z für z � 0
(3.21)

ELU(z)0 =

8
<

:
� ez für z < 0

1 für z � 0
(3.22)

Der Wertebereich der ELU-Funktion ist ein rechtsseitig unendliches abgeschlossenes Inter-
vall [� � , 1 ) für � > 0 und damit nach oben unbeschränkt, da gilt:

lim
z!�1

ELU(z) = � � (3.23)
lim

z! + 1
ELU(z) = 1 (3.24)

ELU-Funktionen haben folgende gegenüber den vorher genannten Aktivierungsfunktionen
vorteilhafte Eigenschaften (Géron 2019, Chapter 11):

ˆ Der Output wird negativ für Eingangswerte z < 0 . Durch den Hyperparameter � wird
der Betrag des kleinsten erreichbaren Outputs festgelegt, üblicherweise auf 1,0.

ˆ Für z < 0 ist der Gradient nicht Null, was das Auftreten von toten Neuronen minimiert.
ˆ Für � = 1.0 ist die ELU-Funktion überall differenzierbar. Damit kommt es auch für z = 0

nicht zu Problemen bei der Gradientenbildung.
Durch die Verwendung der Exponentialfunktion lassen sich ELUs nicht so schnell wie Re-
LU, LReLU, RReLU oder PReLU berechnen. Durch die höhere Konvergenzrate während des
Trainings wird dieser Nachteil aber wieder aufgehoben (Clevert u. a. 2015).
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3.2.7. SELU-Funktion

Eine Weiterentwicklung der ELU-Funktion ist die 2017 durch Klambauer u. a. vorgestellte
Scaled Exponential Linear Unit(SELU) (Klambauer u. a. 2017, S. 11). Sie entspricht der ELU-
Funktion, hat allerdings zusätzlichen einen Hyperparameter � :

SELU(z) =

8
<

:
�� (ez � 1) für z � 0

� z für z > 0
(3.25)

SELU(z)0 =

8
<

:
�� ez für z � 0

� für z > 0
(3.26)

Der Wertebereich der SELU-Funktion ist ein rechtsseitig unendliches abgeschlossenes Inter-
vall [� � , 1 ) für � , � > 0 und damit nach oben unbeschränkt, da gilt:

lim
z!�1

SELU(z) = � � (3.27)
lim

z! + 1
SELU(z) = 1 (3.28)

Durch die Einführung von � ist der Gradient für z > 0 nicht mehr 1, sondern � . Dadurch
normalisiert sich der Output des Neurons selbst. Das bedeutet, dass für den Output wäh-
rend des gesamten Trainings die Standardabweichung 1 und der Mittelwert 0 sind. Das hat
zur Folge, dass der Gradient im Bereich (� �� , � ) bleibt, was die Konvergenzgeschwindig-
keit während des Trainings deutlich erhöht (Klambauer u. a. 2017; Géron 2019). Dazu sind
allerdings folgende Randbedingungen notwendig:

ˆ Die Wertebereiche aller Features müssen standardisiert werden, das heißt einen Mit-
telwert von 0 und eine Standardabweichung von 1 aufweisen.

ˆ Alle Neuronen des Netzes müssen dieselbe SELU-Funktion nutzen.
ˆ Die Netzwerkarchitektur muss sequentiell sein. Das bedeutet, dass jede Schicht des
Netzes nur einmal pro Signaldurchlauf einen Input empfängt. Beispiele für nicht se-
quentielle Netzwerke sind Recurrent Neural Nets (RNN) oder Netze mit Schichten, die
übersprungen werden können (sogenannte skip connections).

ˆ Alle Schichten müssen dense layersein (siehe Abschnitt 3.1).
ˆ Alle Hidden Layers müssen mit der LeCun normal initializationinitialisiert werden.

Werden diese Randbedingungen nicht eingehalten, ist keine Selbstnormalisierung gewähr-
leistet. Das kann zur Folge haben, dass der erhöhte Berechnungsaufwand für SELU-Funkti-
onen nicht durch schnellere Konvergenz aufgewogen wird.
3.2.8. Softmax

Die Softmax-Funktion oder auch normalisierte Exponentialfunktionist eine mathematische
Funktion, die die Wahrscheinlichkeitsverteilung von K Klassen aus einem K -dimensionalen
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3.3. Training eines Künstlichen Neuronalen Netzes

Vektor errechnet. Die Wahrscheinlichkeiten der Klassen addieren sich immer zu Eins. Sie
funktioniert dabei nur für sich gegenseitig ausschließende Klassen. Softmax wird in Neu-
ronalen Netzen fast ausschließlich in Outputlayern eingesetzt, um Klassifizierungen auszu-
geben. Dabei wird für einen Inputvektor x für jede Klasse k 2 K eine Bewertung (Score)
sk (x) anhand des Outputs � (k) des vorhergehenden Layers getroffen. Anschließend wird
die Wahrscheinlichkeitsverteilungsfunktion � (s(x)) k für jede Klasse k ermittelt und darauf
die sogenannte argmax-Funktion angewendet. Diese ermittelt die Klasse k, für welche die
Wahrscheinlichkeitsverteilungsfunktion � (s(x)) k maximal wird. In Formeln ausgedrückt be-deutet das:

sk (x) = xT� (k) (3.29)
� (s(x))k =

exp(sk (x))
P K

j = 1 exp(sj (x))
(3.30)

ŷ = argmax
k

� (s(x))k (3.31)

3.2.9. Zusammenfassung Aktivierungsfunktionen

Welche Aktivierungsfunktion für welches Künstliche Neuronale Netz gut funktioniert lässt
sich nicht pauschal festlegen. Géron (2019) schlägt allerdings folgende Abstufung vor, wel-
che Aktivierungsfunktion bevorzugt zu verwenden ist:
1. SELU – solange die in Abschnitt 3.2.7 vorgeschlagenen Randbedingungen erfüllt sind
2. ELU
3. LReLU, RReLU oder PReLU
4. ReLU – da diese Aktivierungsfunktion sehr häufig verwendet wird und gut untersucht

ist, gibt es für ReLU in vielen Frameworks (Keras, TensorFlow, Cafe usw.) zahlreiche Op-
timierungstools. Durch diese breite Unterstützung kann das Training dennoch schnel-
ler als mit den davor genannten Aktivierungsfunktionen sein.

5. Tangens Hyperbolicus oder Logistische Funktion – eher bei kleinen Netzen mit weni-
gen Schichten

3.3. Training eines Künstlichen Neuronalen Netzes

Das Training Künstlicher Neuronaler Netze zielt darauf ab, den Fehler der Vorhersage des
Netzes zu verringern. Dazu werden während des Trainings durch den Trainingsalgorithmus
die Parameter des Netzes (alle Gewichte zwischen den Neuronen) angepasst (Kubat 2017,
S. 97). In den folgenden Abschnitten werden der Trainingsalgorithmus und grundlegende
Begriffe erklärt.

3.3.1. Backpropagation als Trainingsalgorithmus

Um ein mehrschichtiges Künstliches Neuronales Netz bestehend aus Eingangsschicht, ver-
deckten Schichten und Ausgangsschicht trainieren zu können, wird der sogenannte Back-
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propagation-Algorithmus verwendet. Er wurde 1986 von Rumelhart u. a. in Parallel distribu-

ted processing: explorations in the microstructure of cognitionvorgestellt und ist bis heute (mit
einigenModifikationen) der Standardalgorithmus für Feedforward-Netze (Ertel 2016, S. 291).
Er basiert auf der Hebbschen Lernregel.
Trainiert man ein Künstliches Neuronales Netz von Grund auf neu, werden bei Verwen-

dung des Backpropagation-Algorithmus folgende Schritte durchgeführt (Ertel 2016, S. 293):
ˆ Einmalige zufällige2 Initialisierung der Gewichte.
ˆ Für alle Trainingsbeispiele p ist folgendes zu tun:

1. Für jedes Neuron jeder Schicht denOutput x j ermitteln (sogenannte Forwardpro-
pagation, siehe Gleichung 3.1).

2. Berechnung des Fehlers aus der gewählten Fehlerfunktion (siehe beispielsweise
Gleichung 3.35).

3. Aktualisieren der Gewichte ausgehend von der Ausgangsschicht hin zur Eingangs-
schicht (Backpropagation-Lernregel, siehe Gleichung 3.39).

ˆ Die Trainingsdaten werden solange immer wieder präsentiert, bis sich die Gewichte
(fast) nicht mehr ändern oder eine festgelegte Anzahl Durchläufe erreicht ist.

Wird ein bereits trainiertes Neuronales Netz weiter trainiert (transfer learning), entfällt die
Initialisierung der Gewichte. Es ist auch möglich, nur einzelne Schichten mitsamt ihren Ge-
wichten zu übernehmen. Dann müssen lediglich die neuen Schichten initialisiert werden.
3.3.2. Begriffe

Um das Training durch Backpropagation zu verstehen, werden die genutzten Begriffe sowie
weitere wichtige Begriffe in diesem Abschnitt detailliert erklärt.
Hebbsche Lernregel

In seinem Buch The organization of behavior: a neuropsychological theorystellte Donald O.
Hebb 1949 eine Theorie vor, wie mithilfe von Verbindungen zwischen Neuronen ein biologi-
sches Neuronales Netz lernen könnte (Hebb 1949). Er stellte die Theorie auf, dass verstärkte
Aktivität zwischen zwei Neuronen deren Kontaktflächen vergrößerten. Demgegenüber ver-
ringern sich diese Kontaktflächen oder sterben ganz, wenn keine Signale mehr zwischen
den Neuronen ausgetauscht werden (Hebb 1949, S. 62 ff.). Aus dieser Theorie entstand die
Hebbsche Lernregeloder Hebb-Regel:

� wij = � � x i x j (3.32)

2Siehe dazu in Chapter 11 den Abschnitt The Vanishing/Exploding Gradients Problemsbei Géron (2019) fürweiterführende Informationen.
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3.3. Training eines Künstlichen Neuronalen Netzes

Wobei gilt:
� wij . . . Gewichtsänderung

wij . . . Gewicht zwischen Neuron i und Neuron j

� . . . Lernrate (siehe Lernrate auf Seite 43)
x i , x j . . . Outputs der Neuronen i und j

In dieser noch sehr einfachen Formulierung können Verbindungen zwischen einzelnen Neu-
ronen noch nicht absterben, da � wij immer positiv ist. Zur Anwendung dieser Lernregel
wurden daher je nach Einsatzzweck verschiedeneModifikationen vorgenommen (Ertel 2016,
S. 270).

Feedforward-Netz

Ein Feedforward-Netzist ein Künstliches Neuronales Netz welches das Signal nur in eine Rich-
tung weitergibt. Es existieren keine Schleifen innerhalb des Netzes. Während eines Signal-
durchlaufes wird jedes Neuron daher nur maximal einmal aktiviert.

Fehlerfunktionen

Der Fehler(auch lossoder cost genannt) eines Künstlichen Neuronalen Netzes gibt an, wie
stark der vom Netz ermittelte Output (Vorhersage) vom geforderten Output abweicht. Der
Fehler wird durch eine Fehlerfunktion ermittelt. Dabei ist zu beachten, dass der Begriff Feh-

lerfunktion beziehungsweise error function sich im Bereich des Machine Learning auf zwei
verschiedene Funktionen bezieht: zum einen hat jedes Neuron und jede Schicht selbst für
die Vorhersage eines Beispiels p einen Fehler, der mit einer Fehlerfunktion berechnet wird.
Zum anderen hat das gesamte Modell für eine Menge Trainingsdaten m ebenfalls einen
Fehler. Genaugenommen handelt sich daher bei der Fehlerfunktion nicht nur um eine blo-
ße Funktion, sondern um ein Funktional, also einer Funktion die von weiteren Funktionen
abhängig ist (Vapnik 1999):

L (t , f (w , x)) = (t � f (w , x))2 (3.33)
Wobei gilt:

L (t, f (w , x)) . . . Fehlerfunktion
f (w , x) . . . Aktivierungsfunktion

t . . . Geforderter Output
x . . . Output durch Vorhersage
w . . . Gewichte des Künstlichen Neuronalen Netzes

Zur Ermittlung des Fehlers wird häufig der Mean Squared Error(MSE) als Fehlerfunktion ge-
nutzt, da dieser sowohl Regression als auch Klassifizierungen bewerten kann (Ertel 2016;
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3. Künstliche Neuronale Netze

Frochte 2018):
MSE(w)(p) =

1
2

nNX

j = 1

�
t (p)
j � xp

j

� 2 (3.34)

Wobei gilt:
MSE(w)p . . . mittlerer quadratischer Fehler der Outputschicht für ein Beispiel p

t (p)
j . . . Geforderter Output des Neurons j für ein Beispiel p

x(p)
j . . . Tatsächlicher Output des Neurons j für ein Beispiel p

nN . . . Anzahl der Outputneuronen
Womit sich für ein Trainingsset mit m Beispielen ergibt:

MSE(w) =
1
m

mX

p= 1

MSE(w)p (3.35)

In TensorFlow 2 sind allerdings auch noch viele weitere Fehlerfunktionen implementiert3.
Dabei ist besonders die Crossentropyvon Bedeutung (Frochte 2018, S. 237 ff.). Sie wird bei
Klassifizierern genutzt, um die durch das Modell ermittelte Wahrscheinlichkeit für jede Klas-
se relativ zur tatsächlichen Wahrscheinlichkeit jeder Klasse zu bewerten. Die Crossentropy
D errechnet sich aus:

D(t (p)
k , x(p)

k ) = �
KX

k= 1

t (p)
k log(x(p)

k ) (3.36)

Wobei gilt:
D(y, yp) . . . Crossentropy für ein Beispiel p

t (p)
k . . . Geforderter Output des Neurons k für ein Beispiel p

x(p)
k . . . Tatsächlicher Output des Neurons k für ein Beispiel p
k . . . k-te Klasse aus K Klassen insgesamt

K . . . Anzahl der Klassen, entspricht Anzahl der Outputneuronen
Womit sich für ein Trainingsset mit m Beispielen die Fehlerfunktion J (w) ergibt:

J (w) =
1
K

mX

j = 1

D(t (p)
j , x(p)

j ) (3.37)

In TensorFlow 2 gibt es drei Arten der Crossentropy (Géron 2019, Chapter 10):
ˆ BinaryCrossentropy: wird genutzt, wenn nur zwei Klassen (1 und 0 beziehungsweise
True und False) existieren.

3für weitere loss functionsin TensorFlow 2 siehe tensorflow.org/api_docs/python/tf/keras/losses (ab-gerufen am 07.02.2021)
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3.3. Training eines Künstlichen Neuronalen Netzes

ˆ CategorialCrossentropy: wie BinaryCrossentropy, aber für mehr als zwei Klassen. Es ent-
steht ein sogenannter one-hot-Vektor, das heißt für jedes Beispiel p ist jeweils eine
Klasse als 1 gelabelt, die anderen als 0.

ˆ SparseCategorialCrossentropy: Die Klassen werden durchnummeriert. Das bedeutet, je-
de Klasse k 2 K wird einer natürlichen Zahl l 2 f 0, 1,: : : , K � 1g zugeordnet. Diese Art
der Crossentropy ermöglicht es, bei einem Beispiel p jeder Klasse k eine Wahrschein-
lichkeit zuordnen, mit der das Beispiel zu dieser Klasse gehört.
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Abbildung 3.7.: Beispielhafter Verlauf einer Fehlerfunktion, die lediglich von zweiGewichten w1 und w2 abhängtQuelle: Eigene Zeichnung nach Kubat (2017)

In Abbildung 3.7 ist ein möglicher Verlauf einer Fehlerfunktion für ein Künstliches Neuro-
nales Netz mit nur zwei Gewichten w1 und w2 dargestellt. Zwar bestehen die meisten Netze
aus mehr als nur zwei Gewichten, jedoch würde sich dann die mehrdimensionale Fehler-
funktion nicht mehr als dreidimensionaler Funktionsgraph abbilden lassen. Auf der z-Achse
ist der Betrag des Fehlers als eine Art Landschaft mit Bergen und Tälern abgebildet (Kubat
2017, S. 97 f.). Dabei ist zu beachten, dass der tatsächliche Verlauf der Fehlerfunktion nicht
bekannt ist, sondern nur punktuell an den Stellen, an denen man Trainingsdaten hat (Vap-
nik 1999). Zur Veranschaulichung wird die Fehlerfunktion in Abbildung 3.7 aber einfach als
bekannt vorausgesetzt.
Vereinfacht lässt sich sagen, dass man das unbekannte Funktional L durch eine Fehler-

funktion (wie hier zum Beispiel den Mean Squared Error) annähert. Die Stützpunkte für die
Fehlerfunktion bilden die Trainingsdaten (Vapnik 1999). Daraus ergibt sich auch direkt an-
schaulich, dass man erst mit einer entsprechenden Anzahl und Qualität der Trainingsdaten
entsprechend passende Gewichte des Netzes finden kann.
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3. Künstliche Neuronale Netze

Gradientenabstiegsverfahren

Um das Minimum der Fehlerfunktion zu finden, wird das Gradientenabstiegverfahren ge-
nutzt. Dieses nutzt die Tatsache aus, dass der Gradient einer Funktion immer in Richtung
des stärksten Anstieges zeigt. Daher muss lediglich der negative Gradient ermittelt werden,
um den Weg Richtung Minimum der Funktion zu finden. Um den Gradienten an der aktuel-
len Stelle zu ermitteln, wird die Fehlerfunktion L partiell nach allen Gewichten der Output
Schicht abgeleitet (Ertel 2016, S. 292). Dadurch wird der Anteil jedes Gewichtes wij an der
Fehlerfunktion festgestellt. Dabei steht i für ein Neuron in der aktuellen Schicht und j für
ein Neuron der nachfolgenden Schicht, siehe Abbildung 3.8. Anschließend wird jedes Ge-
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Abbildung 3.8.: Bezeichnung der Neuronen und Gewichte während der BackpropagationQuelle: Eigene Zeichnung nach Ertel (2016)

wicht nach der Hebb-Regel um einen Lernschritt � pwij verändert, dessen Größe von der
gewählten Lernrate � abhängt und proportional zum Anteil des Gewichts am Fehler ist:

� pwij = � �
@L(w)
@ wij

(3.38)
Wobei gilt:

� pwij . . . Lernschritt
� . . . Lernrate

L (w) . . . Fehlerfunktion
wij . . . Gewicht von Neuron i zu Neuron j

Da der Output eines Neurons abhängig vom Output der Neuronen der vorherigen Schicht
ist, handelt es sich um eine Verkettung (Hintereinanderausführung) von Funktionen. Da-
her muss die allgemeine Kettenregel zur Differenzierung von Funktionen angewendet wer-
den. Setzt man nun im Lernschritt (Gleichung 3.38) die Gleichung 3.34 und für x j die Glei-
chung 3.1 ein und wendet die Kettenregel an, erhält man die Backpropagation-Lernregel zur
Aktualisierung der Gewichte:

� wij = � � p
j xp

i (3.39)
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Wobei � je nach Position des Neurons j im Netz zu ersetzen ist:

� p
j =

8
<

:
xp

j (1 � xp
j )( tp

j � xp
j ) falls j Ausgabeneuron ist

xp
j (1 � xp

j )
P

k � p
kwkj falls j verdecktes Neuron ist (3.40)

Dadurch werden die Gewichte beginnend mit der letzten Schicht (Ausgabeschicht) bis hin
zur Eingangsschicht aktualisiert.

Lernrate

Die Lernrate� gibt an, wie weit entlang des Gradienten der Fehlerfunktionen gegangen wird.
Da der Verlauf der Fehlerfunktion nur punktuell bekannt ist, darf die Lernrate einerseits nicht
zu groß sein, da sonst das Minimum übersprungen werden kann. Andererseits darf sie nicht
zu klein sein, da sonst die Trainingsdauer extrem erhöht wird und auf Plateaus mit kleinem
Gradienten kaum oder kein Lernfortschritt erzielt werden kann. Daher wird für das Training
meist eine adaptive Lernrate genutzt, die mit fortschreitendem Training zunehmend kleiner
gewählt wird (Géron 2019).

Optimierer

Die Kombination aus dem zuvor vorgestellten Gradientenabstiegsverfahren und einer fes-
ten oder variablen Lernrate kann vor allem bei größeren Neuronalen Netzen eventuell nicht
ausreichend sein, um in akzeptabler Zeit zu Konvergieren. Daher können sogenannte Op-

timierer (Optimizer) hinzugenommen werden, wobei strenggenommen das Gradientenab-
stiegsverfahren selbst schon ein Optimierer ist. Optimierer sind nicht exklusiv dem Maschi-
nellen Lernen zuzuordnen, sondern werden generell bei Optimierungsproblemen, also wäh-
rend des Suchens eines Optimums einer Funktion, eingesetzt. Die populärsten Optimierer
im Bereich des Maschinellen Lernens sindMomentum Optimization,Nesterov Accelerated Gra-

dient und AdaGradsowie RMSProp, Adamund Nadam. Für Details sei hier aufgrund des The-
menumfangs auf den Abschnitt Faster Optimizersin Kapitel 10 in Hands-on Machine Learning

with Scikit-Learn, Keras, and TensorFlowhingewiesen (Géron 2019).
Das bisher vorgestellte Gradientenabstiegsverfahren nutzt immer nur den soeben lokal

ermittelten Gradienten. Ist der Anstieg an einer Stelle sehr gering, ist auch der Lernschritt an
dieser Stelle sehr klein. Daher ist die grundlegende Idee der hier aufgezählten Optimierer,
eine Art Momentum der vorherigen Lernschritte in den aktuellen Lernschritt mitzunehmen.
Das bedeutet, dass je steiler der Gradient und damit der Anstieg ist, desto größer wird der
Lernschritt; aber sobald der Anstieg wieder geringer wird, verringert sich der Lernschritt erst
allmählich. Vergleichbar ist das mit einer Schlittenfahrerin, die einen Hügel hinabfahrend
immer schneller wird. Trifft sie während ihrer Abfahrt auf einen kleinen Hügel, wird sie durch
ihr Moment bis zum Erreichen der Hügelkuppe nur allmählich langsamer und anschließend
wieder schneller. Die aufgezählten Optimierer stellen dabei in Reihenfolge der Aufzählung
immer Verbesserungen des Vorgängers dar.
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Epoche und Iteration

Eine Epocheist ein in sich abgeschlossener Lernabschnitt, in dem einmal der komplette Trai-
ningsdatensatz zum Trainieren präsentiert wurde. Eine Epoche besteht aus einer oder meh-
reren Iterationen. Eine Iteration ist das Präsentieren eines kompletten Batches, also einer
gewissen Menge Beispielen als Teilmenge des Trainingsdatensatzes. Das Präsentieren aller
Batches eines Trainingsdatensatzes ergibt eine einzelne Epoche.
Batch-Size

DieMenge an gleichzeitig demNeuronalenNetz präsentierten Beispielen aus demTrainings-
datensatz nennt man Batch-Size. Hat man beispielsweise 3.200 Beispiele, würde eine Batch-
Size von 32 Beispielen zu 100 Batches je Epoche führen. Man müsste also in einer Epoche
100 Iterationen durchführen, bis der gesamte Trainingsdatensatz einmal genutzt wurde.
Theoretisch könnte man auch den gesamten Trainingsdatensatz auf einmal zum Training
nutzen, was allerdings dazu führen kann, wiederholt in lokalen Optima der Fehlerfunktion
stecken zu bleiben (Ge u. a. 2015). Durch die immer zufällige Auswahl von Trainingsdaten in
jeder neuen Epoche wird anstatt des reinen Gradientenabstiegverfahrens der sogenannte
Stochastic Gradient Descent(stochastischer Gradientenabstieg) gewährleistet. Würdeman im-
mer den gesamten Trainingsdatensatz präsentieren, würdeman entlang der Fehlerfunktion
immer denselben Weg des Gradientenabstieges gehen und damit in jeder Epoche in dem-
selben lokalen Optimum stecken bleiben, falls dieses existiert. Durch die Verwendung von
zufällig zusammengestellten Batches wird immer ein anderer Weg gewählt und somit lokale
Optima eventuell umgangen (Ge u. a. 2015). Außerdem müssen bei der Verwendung sehr
großer Batches technische Vorkehrungen getroffen werden, damit ausreichend Arbeitsspei-
cher zur Verfügung steht (Géron 2019).
CPU, GPU, TPU

Zur Durchführung von Trainings muss ausreichend Rechenleistung bereitgestellt werden.
Für einfache Neuronale Netze mit wenigen hundert oder tausend Parametern ist die Ver-
wendung einer gewöhnlichen CPU (Central Processing Unit) mit mehreren Gigabyte Arbeits-
speicher möglicherweise ausreichend.
Für große Netze, die im Bereich des Deep Learning genutzt werden, sollten zum Training
eine oder mehrere GPUs (Graphics Processing Units) eingesetzt werden. Diese werden ei-
gentlich zur Berechnung von Grafiken eingesetzt, haben sich aber für das Training Künstli-
cher Neuronaler Netze als sehr effizient herausgestellt (Géron 2019, Chapter 19). Das ver-
wendete Framework muss allerdings die Nutzung von GPUs auch unterstützen. TensorFlow
2 beispielsweise unterstützt4 Stand Januar 2021 hauptsächlich Grafikeinheiten mit CUDA5-
Support. CUDA ist eine von der NVIDIA Corporation entwickelte Programmierschnittstelle
und ermöglicht das Auslagern von Berechnungsaufgaben an die GPU.
Da TensorFlow als Datenstrukturen Tensoren verwendet, entwickelte die Firma Google LLC

4für weitere Informationen siehe tensorflow.org/install/gpu?hl=en (besucht am 17.01.2021)5für weitere Informationen siehe developer.nvidia.com/cuda-gpus (besucht am 17.01.2021)
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3.3. Training eines Künstlichen Neuronalen Netzes

sogenannte TPUs (Tensor Processing Units)6. Das sind auf Berechnungen der linearen Alge-
bra und dort vor allem auf Tensorrechnung optimierte Recheneinheiten. Diese beschleuni-
gen ebenfalls das Training im Maschinellen Lernen.
3.3.3. Verschwindender und explodierender Gradient

Der Backpropagation-Algorithmus arbeitet, indem er von der Ausgabeschicht zur Eingabe-
schicht zurückläuft und den Fehlergradienten von Schicht zu Schicht weitergibt. Sobald der
Algorithmus den Gradienten der Kostenfunktion in Bezug auf jeden Parameter im Netzwerk
berechnet hat, verwendet er diese Gradienten, um jeden Parameter mit einem Gradien-
tenabstiegsschritt zu aktualisieren (Gleichung 3.39). Wenn der Algorithmus zu den unteren
Schichten fortschreitet, werden dabei oft die Gradienten immer kleiner. Infolgedessen blei-
ben die Verbindungsgewichte der unteren Schichten praktisch unverändert, und das Trai-
ning konvergiert nie zu einer guten Lösung. Dieses Problem wird verschwindender Gradient

(engl. vanishing gradient) genannt (Géron 2019, Chapter 11). In einigen Fällen kann auch das
Gegenteil passieren: die Gradienten können immer größer werden, bis die unteren Schich-
ten sehr große Gewichtsaktualisierungen erhalten und der Algorithmus divergiert. Dieses
Problem wird explodierender Gradient(engl. exploding gradient) genannt, welches vor allem
in rekurrenten Neuronalen Netzen (siehe Abschnitt 3.4.5 auftritt (Géron 2019, Chapter 11).
Allgemeiner gesagt sind tiefe neuronale Netze von instabilen Gradientenbetroffen. Das hat
zur Folge, dass verschiedene Schichten mit sehr unterschiedlichen Geschwindigkeiten ler-
nen.
Da instabile Gradienten vor allem bei tiefen Neuronalen Netzen auftreten, wurden die-

se Anfang der 2000er Jahre nicht mehr weiter erforscht, da nicht klar war, weshalb sich
die Gradienten so verhalten. Erst Glorot u. a. (2010) fanden heraus, dass unter anderem
die Kombination aus Initialisierung der Gewichte mit einer Normalverteilung (Mittelwert von
0, Varianz von 1) und Verwendung der Logistischen Aktivierungsfunktion einen instabilen
Gradienten verursachte. Sie zeigten, dass mit dieser Aktivierungsfunktion und diesem Initia-
lisierungsschema die Varianz der Outputs jeder Schicht viel größer ist als die Varianz ihrer
Inputs. Im weiteren Verlauf des Netzwerks nimmt die Varianz nach jeder Schicht weiter zu,
bis die Aktivierungsfunktion in den oberen Schichten wieder in die Sättigung geht, sich also
nicht mehr verändert. Diese Sättigung (Erreichen der horizontalen Asymptote, deren Ablei-
tung gegen Null geht) wird durch die Tatsache verstärkt, dass die logistische Funktion einen
Mittelwert von 0,5 und nicht 0 hat. Der Tangens Hyperbolicus dagegen hat einen Mittelwert
von 0 und verhält sich daher in tiefen Netzwerken etwas besser als die logistische Funkti-
on (Géron 2019). In Abbildung 3.9 ist die logistische Funktion mit ihren Sättigungsbereichen
und dem linearen Anteil in der Mitte dargestellt.
3.3.4. Overfitting und Generalisierung

Over�tting , auf deutsch Überanpassung, betrifft vor allem flexible Machine Learning Algorith-
menwie Entscheidungsbäume, Künstliche Neuronalemit vielen Schichten oder Polynomiale

6für weitere Informationen siehe cloud.google.com/tpu/docs/tpus (besucht am 17.01.2021)
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Abbildung 3.9.: Linearer Anteil um den Mittelwert herum sowie Sättigung der LogistischenFunktion bei sehr kleinen oder sehr großen InputsQuelle: Eigene Zeichnung nach Géron 2019

Regressorenmit vielen Parametern. Ertel (2016) definiert ein ModellM als überangepasstan
die Trainingsdaten, wenn es eine andere Ausprägung dieses Modells M 0gibt, dessen Fehler
auf den Trainingsdaten größer ist als der vonM , aber auf der gesamten Verteilung vonDaten
der Fehler von M 0 kleiner als der von M ist. Kurz gesagt bedeutet Overfitting ein Auswen-
diglernen der Trainingsdaten. Das führt letztlich zu einer schlechten Generalisierungsleis-
tung des Modells: neue, bisher unbekannte Inputs werden nicht erkannt beziehungsweise
größtenteils falsch bewertet, obwohl sie den Trainingsdaten ähnlich sind. Das Modell hat al-
so nicht wirklich den zugrunde liegenden Zusammenhang der Trainingsdaten erfasst (Ertel
2016, S. 229 ff.). Vergleicht man nach dem Training eines Modells den Trainingsfehler mit
dem Testfehler, macht sich Overfitting durch ein Ansteigen des Testfehlers bei gleichzeiti-
gem Abfallen des Trainingsfehlers bemerkbar. In Abbildung 3.10 ist dies beispielsweise ab
einer Komplexität von circa 55 Knoten in einem Entscheidungsbaum der Fall. Diese Schwel-
le, ab der Overfitting auftritt, hängt stark von Menge und Qualität der Trainingsdaten, den
freien Parametern und der Modellstruktur ab. Daher lassen sich keine allgemeingültigen
Vorhersagen dazu treffen (Géron 2019, Chapter 1).
In Abbildung 3.11 ist ein binärer Klassifizierer dargestellt, der Datenpunkte in zwei Katego-

rien einteilt. In diesemBeispiel sind die Klassen eigentlich einfach linear separabel, enthalten
aber einen fehlerhaften Datenpunkt oben links (sogenannte Noisy Data, also verrauschte
Daten oder Ausreißer). Da das Polynom im rechten Diagramm aber viele trainierbare Para-
meter hat, kann das Modell den Trainingsfehler komplett auf Null bringen. Sollen nun neue
Datenpunkte im Bereich der Spitze des Polynoms oben links klassifiziert werden, wird das
Modell immer die falsche Kategorie ausgeben (Kubat 2017, S. 81 ff.).
Overfitting lässt sich verringern, indem das Modell vereinfacht wird, also weniger freie

Parameter besitzt. Das wiederum birgt die Gefahr des Under�ttings, da ein Modell auch zu
wenig Parameter haben kann, um die Zielfunktion zu modellieren. Falls die Anzahl der Pa-
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Abbildung 3.10.: Erkennung von Overfitting durch zu große Komplexität einesEntscheidungsbaumes anhand des TestfehlersQuelle: Ertel (2016)

Abbildung 3.11.: Beispiel von Overfitting anhand eines binären Klassifizieres durch eineLineare und eine Polynomiale RegressionQuelle: Kubat (2017)

rameter sich nicht weiter verringern lässt, kann das Einschränken der Parameter hilfreich
sein. Durch Verkleinern des Wertebereichs (sogenannte Regularisierung) von Parametern
wird das Modell etwas weniger flexibel, was das Overfitting reduzieren kann. Außerdem soll-
ten, wie im Abschnitt Konsistenz der Daten auf Seite 25 genauer beschrieben, Ausreißer
und offensichtliche Fehler in den Daten vor dem Training korrigiert oder entfernt werden.
Geschieht das Overfitting aufgrund von zu wenig Trainingsdaten im Verhältnis zur Anzahl
der Parameter, müssen mehr Trainingsdaten generiert werden. (Géron 2019, Chapter 1)

3.4. Arten von Neuronalen Netzen und deren Schichten

Die in Abschnitt 3.1 beschriebenen Neuronenmüssen nicht zwangsläufigmit jedemNeuron
der vorhergehenden und nachfolgenden Schicht verbunden sein. Es ist auchmöglich, nur ei-
nige Neuronen aufeinanderfolgender Schichten zu verbinden. Verbindungen können auch
eine oder mehrere Schichten überspringen oder sogar auf vorhergehende Schichten zu-
rückverweisen. Auch können mehrere Künstliche Neuronale Netze miteinander verbunden
werden. In diesem Abschnitt werden daher häufig genutzte Netzwerkarten und Schichten
erklärt.
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3.4.1. Flattening Layer

Ein Flattening Layerdient dazu, die Dimensionalität innerhalb eines Neuronalen Netzes zu
verringern. Das ist notwendig, um vonmehrdimensionalen Inputs zu eindimensionalen Out-
puts zu kommen, die zum Beispiel für die Klassifizierung notwendig sind. Hat man beispiels-
weise ein zweidimensionales Bild eingelesen, muss in einer Schicht des Neuronalen Netzes
eine Verringerung auf nur eine Dimension durchgeführt werden. Meist werden dabei ein-
fach alle Zeilen hintereinander in ein einziges Array geschrieben. Bildlich gesprochen wird
ein Bild in horizontale Streifen geschnitten und die Streifen hintereinander gelegt. Wird das
Flattening erst nach anderen Hidden Layers ausgeführt, wird entsprechend die Matrix, die
als Output der vorhergehenden Schicht generiert wurde, in eben jene Streifen geschnitten
und neu angeordnet. Flattening Layer haben keineGewichte undwerden dementsprechend
auch nicht trainiert, da sie lediglich eine einfache Umformung der Daten vornehmen (Géron
2019, Chapter 10).
3.4.2. Dropout Layer

Dropout Layerhaben ebenfalls keine trainierbaren Parameter. Ihre Aufgabe besteht darin,
während des Trainings zufällig Neuronen der vorhergehenden Schicht zu deaktivieren. Die
Wahrscheinlichkeit für eine Deaktivierung wird durch die Ratefestgelegt und sollte zwischen
20 und 50 Prozent liegen (Hinton u. a. 2012). Durch die zufällige Deaktivierung vonNeuronen
wird die Gefahr des Overfitting deutlich minimiert. Das liegt daran, dass sich das Netzwerk
nicht auf vollständige Schichten verlassen kann, sondern die jeweils verbleibenden Neuro-
nen ebenfalls in der Lage sein müssen, ein richtiges Ergebnis zu ermitteln. Dieses Phäno-
men lässt sich auch in der realen Welt antreffen: wenn ein Unternehmen jeden Mitarbeiter
eines Teams immer nur dieselbe Aufgabe erledigen lässt, werden diese zwar Spezialisten
in ihrem Gebiet, können aber keine leicht von ihrem Gebiet abweichenden Aufgaben (gut)
erfüllen. Es fehlt also an Generalisierungsfähigkeit des Teams. Wechselt man dagegen ab
und zu die Mitarbeiter in den Teams aus, muss der Rest des Teams lernen, den versetzten
Mitarbeiter zu kompensieren, was deren Generalisierungsfähigkeit erhöht. Das Versetzen in
andere Teams entspricht dabei dem Dropout in Neuronalen Netzen (Géron 2019, Chapter
11). Diese von Hinton u. a. (2012) vorgestellte einfache Technik konnte bei damals aktuellen
Neuronalen Netzen eine Verbesserung der Fehlerrate auf den Testdatensatz um bis zu 40
Prozent senken. Daher sind Dropout Layer heutzutage Standard in Neuronalen Netzen mit
vielen Parametern (Géron 2019, Chapter 11).
3.4.3. Convolutional Neural Network

Ein Convolutional Neural Network(kurz CNN oder ConvNet) ist ein Künstliches Neuronales
Netz, welches aus einer Kombination von Convolutional Layern, Dense Layernund Pooling

Layernbesteht (Frochte 2018, S. 234). Es wurde 1989 von LeCun in „Generalization and Net-
work Design Strategies“ unter dem Namen LeNetvorgestellt (LeCun 1989). Seine Struktur
orientiert sich am visuellen Cortex von Lebewesen. Der visuelle Cortex, auch Sehrinde ge-
nannt, ist ein Teil des Gehirns und verarbeitet Nervensignale der Augenweiter. Er ermöglicht
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3.4. Arten von Neuronalen Netzen und deren Schichten

damit den Sehsinn. Die Neurophysiologen David H. Hubel und Torsten Wiesel stellten Ende
der 1950er Jahre fest, dass die Nervenzellen im visuellen Cortex nicht die Eingangssigna-
le jeweils für das gesamte Sichtfeld abdecken, sondern jede Nervenzelle nur einen kleinen
Bereich aufnimmt. Bezogen auf ein Künstliches Neuronales Netz bedeutet das, dass jedes
Neuronen einer Schicht nicht mit jedem Neuron der vorherigen Schicht verbunden ist (wie
es bei dense layern der Fall ist, siehe Abschnitt 3.1), sondern nurmit einer begrenztenMenge
Neuronen. Diese begrenzte Menge Neuronen wird als rezeptives Feld(local receptive field)
bezeichnet. Außerdem konnten Hubel und Wiesel zeigen, dass einige Neuronen nur auf
Bilder von horizontalen Linien reagieren, während andere nur auf Linien mit anderen Ori-
entierungen reagieren. Zwei Neuronen können also das gleiche rezeptive Feld haben, aber
auf unterschiedliche Linienorientierungen reagieren. Sie bemerkten auch, dass einige Neu-
ronen größere rezeptive Felder haben und auf komplexere Muster reagieren, die wiederum
Kombinationen der Muster niedrigerer Ebenen sind (Géron 2019, Chapter 14).

Convolutional Layer

Um das biologische Vorbild des visuellen Cortex technisch umsetzen zu können, nutzt man
den mathematischen Operator der Faltung (Convolution). Eine Faltung erzeugt aus zwei
Funktionen f und g eine dritte Funktion h(x) = (f � g)(x), wobei � den Faltungsoperator
für reellwertige Funktionen auf Rn bezeichnet und folgendermaßen definiert ist:

h(x) = (f � g)(x) :=
Z

Rn
f (� ) � g(x � � )d� (3.41)

Anschaulich wird eine Faltung im eindimensionalen Raum (Rn mit n = 1) folgendermaßen
durchgeführt: entlang einer Funktion f (x) wird eine sogenannteGewichtsfunktion g(� ) quasi
von links nach rechts entlang der x-Achse geschoben. Die Fläche der sich überschneidenden
Bereiche beider Funktionen, ausgedrückt durch das Integral in Gleichung 3.41, ergibt den
Funktionswert der Faltungsfunktion (Frochte 2018, S. 228 ff.).
Im Bereich des Maschinellen Lernens werden Faltungen zum Beispiel eingesetzt, um die

Anzahl der Eingangsparameter zu verringern, Teile des Netzes auf bestimmte Elemente des
Inputs zu konzentrieren oder Störungen in Daten zu glätten (Frochte 2018, S. 229). Bei Künst-
lichen Neuronalen Netzen werden dabei meist folgende Begriffe verwendet:

ˆ x entspricht dem Input I des Netzes
ˆ g(� ) wird als KernelK bezeichnet
ˆ h(x) wird als Feature MapS bezeichnet

Wie in Abschnitt 4.1.1 erläutert wird jeder Farbkanal eines Bildes einfach als zweidimensio-
nale Matrix gespeichert. Für solche zweidimensionale Funktionen muss der Kernel entspre-
chend zweidimensional sein, wie in Abbildung 3.12 dargestellt ist. Der neue Funktionswert
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3. Künstliche Neuronale Netze

für das Neuron j errechnet sich in diesem Beispiel aus:
Sj = I j � K j

= 1 � 0 + 0 � 0 + ( � 1) � 0 � 0 � 1 + 0 � 2 + 0 � 3 + ( � 1) � 1 + 0 � 2 + 1 � 3

= (� 1) + 3

= 2

Das Integral aus Gleichung 3.41 ist hierbei nur noch eine einfache Summe, weil die Zahlen-

Abbildung 3.12.: Darstellung einer Faltung für zweidimensionale FunktionenQuelle: Frochte (2018)

werte diskret und nicht kontinuierlich sind. Um den oben genannten Effekt der horizontalen
Empfindlichkeit von Neuronen zu erzielen, kann zum Beispiel folgender Kernel verwendet
werden:

K =

0

B
@

0 1 1 0

3 4 4 3

0 1 1 0

1

C
A

Durch die größeren Werte entlang der zweiten Zeile von K werden horizontale Strukturen
im Bild hervorgehoben, während vertikale Strukturen von diesen Neuronen ignoriert wer-
den (Géron 2019, Chapter 14).
Um mithilfe von Convolutional Layern eine Verringerung der Anzahl von Parametern zu

erreichen, kann ein sogenannter Stride, die Schrittweite, eingesetzt werden. Dieser legt fest,
umwie vieleMatrixreihen beziehungsweise -spalten sich der Kernel über die Eingangsmatrix
fortbewegt. In Abbildung 3.13 ist eine horizontale Schrittweite von sw = 2dargestellt. Durch
diese Verkleinerung der Neuronenanzahl gehen zwar immer Informationen verloren, was in
der Praxis aber vor allem in Hinblick auf die gleichzeitig erhöhte Verarbeitungsgeschwindig-
keit und den geringeren Speicherbedarf dennoch vorteilhaft ist (Géron 2019, Chapter 14)
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Abbildung 3.13.: Beispiel für die Schrittweite sw = 2 in Breitenrichtung (width) eines CNNQuelle: Eigene Zeichnung nach Géron (2019)

Da eine einzige Faltung nur eine Eigenschaft oder ein Muster des Bildes (zum Beispiel Be-
tonung der Konturen oder Verstärkung horizontaler Linien) abbilden kann und der Rest der
Informationen verloren geht, werden in der Praxis in einem Convolutional Neural Network
mehrere Feature Maps je Convolutional Layer gleichzeitig eingesetzt. In Abbildung 3.14 ist
zu erkennen, dass ein Bild mit drei Eingangskanälen (Rot, Grün, Blau) auf mehrere Feature
Maps im Convolutional Layer 1 abgebildet wird. Dabei wird für jede Feature Map ein ande-
rer Kernel verwendet, um verschiedene Eigenschaften abbilden zu können. Wichtig ist dabei,
dass alle Neuronen in Spalte k und Reihe l aller Feature Maps derselben Schicht mit demsel-
ben Neuron der vorhergehenden Schicht verbunden sind. Das hat den großen Vorteil, dass
für nicht für jede Feature Map neue Gewichte gelernt werden müssen, sondern nur einmal
je Schicht. Dadurch verringert sich einerseits die Anzahl der Parameter drastisch und an-
dererseits kann ein Muster, dass an einer Stelle eines Bildes gelernt wurde, anschließend
überall im Bild erkannt werden (Frochte 2018; Géron 2019).

Pooling Layer

Der zweite wichtige Bestandteil eines CNN sind Pooling Layer. Diese funktionieren fast ge-
nauso wie Convolutional Layer, haben aber keine gewichteten Verbindungen zwischen den
Layern. Ihr Ziel ist es, das Eingabebild zu verkleinern, um die Rechenlast, den Speicherbedarf
und die Anzahl der Parameter zu reduzieren (und damit das Risiko des Overfitting zu be-
grenzen). Die einfachste und häufigste Form eines Pooling Layers ist der Max-Pooling-Layer.
Dabei wird vereinfacht gesagt im rezeptiven Feld jedes Neurons das Maximum gesucht und
als dessen Ausgabewert gesetzt. Dadurch werden jeweils mehrere Pixel des Bildes in einem
Wert zusammengefasst. Durch Einfügen einesMax-Pooling-Layer nach einer odermehreren
Convolutional Layern in einem CNN ist es möglich, ein gewisses Maß an Translationsinvari-
anz in einem größeren Maßstab zu erhalten. Darüber hinaus bietet Max-Pooling ein kleines
Maß an Rotationsinvarianz und eine leichte Skaleninvarianz. Eine solche Invarianz kann in
Fällen nützlich sein, in denen die Vorhersage nicht von diesen Details abhängen sollte, wie
zum Beispiel bei Klassifikationsaufgaben (Géron 2019, Chapter 14).
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Abbildung 3.14.: Convolutional Layer mit mehreren Feature MapsQuelle: Géron (2019)

3.4.4. Residual Neural Network

Eine besondere Form des CNN stellt das Residual Neural Network(ResNet) dar. Es wurde von
He u. a. (2016) in ihrem Paper „Deep Residual Learning for Image Recognition“ vorgestellt.
Sie untersuchten, wie man die Konvergenz von Neuronalen Netzen mit vielen Schichten
verbessern kann. Wenn gewöhnliche Deep Neural Networkszu konvergieren beginnen, tritt
sogenannte Degenerationauf: mit zunehmender Netzwerktiefe steigt die Genauigkeit zuerst
nicht weiter an und verschlechtert sich dann rapide. Unerwarteterweise wird eine solche
Degeneration nicht durch Overfitting verursacht und das Hinzufügen weiterer Schichten zu
einem entsprechend tiefen Modell führt sogar zu einem noch höheren Trainingsfehler (He
u. a. 2016, S. 1 f.). Außerdem sind nach der Initialisierung eines Neuronalen Netzes die Ge-
wichte nahe Null, was dazu führt, das auch der Output des Netzes zu Trainingsbeginn nahe
Null ist. Daher führten He u. a. Verbindungen ein, die eine oder mehrere Schichten über-
springen. Diese nennt man skip connectionsoder auch shortcut connections(Géron 2019,
Chapter 14). Über diese Verbindung wird der Input einer Schicht zusätzlich noch an eine
oder mehrere nachfolgende Schichten weitergegeben, wie in Abbildung 3.15 zu sehen ist.
Dadurch muss anstatt der Funktion h(x) die Funktion f (x) = h(x) � x durch das Neuronale
Netz modelliert werden. Das führt dazu, dass zu Trainingsbeginn eine Funktion ähnlich der
Identitätsfunktion h(x) � x modelliert wird. Da die zu modellierende Zielfunktion h(x) oft
nur wenig von der Identitätsfunktion abweicht, beschleunigt dies die Konvergenz während
des Trainings deutlich. Dieses sogenannte Residual Learningsorgt also dafür, dass der Trai-
ningsfehler deutlich schneller sinkt und auch nicht wieder ansteigt. (Géron 2019, Chapter
14)
He u. a. zeigten, dass selbst mit einem extrem tiefen Netz mit 1202 Layern und 19,4 Mil-
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Abbildung 3.15.: Vergleich zwischen einem gewöhnlichen Künstlichen NeuronalenNetzwerk (links) und einem Residual Neural Network mit Skip Connections(rechts)Quelle: Eigene Zeichnung nach Géron (2019)

lionen Parametern noch gute Trainingsergebnisse erzielt werden konnten, allerdings mit
starkem Overfitting wegen der Vielzahl an Parametern (He u. a. 2016, S. 7 f.). Die Autoren
erreichten mit einem optimierten ResNet im Jahr 2015 unter anderem den 1. Platz in der
„ImageNet Large Scale Visual Recognition Challenge“ (ILSVRC 2015, Russakovsky u. a. (2015)).

3.4.5. Recurrent Neural Network
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Abbildung 3.16.: Darstellung eines Recurrent Neural Network mit einer Schleife zurvorhergehenden SchichtQuelle: Eigene Zeichnung nach Géron (2019)
Im Gegensatz zu den bisher betrachteten Feedforward-Netzen wie Multilayer-Perceptron,

Convolutional Neural Networks oder Residual Neural Networks fließt das Signal in Recurrent

Neural Networks(RNN) nicht ausschließlich stetig von Input Schicht zu Output Schicht. Statt-
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dessen sind auch Schleifen enthalten: Neuronen können Outputs haben, die auf vorher-
gehende Schichten oder sich selbst zeigen, was in Abbildung 3.16 dargestellt ist. Dadurch
erhält das Künstliche Neuronale Netz eine Art Kurzzeitgedächtnis, da in jedem Zeitschritt
(engl. time stepoder frame) die zuvor verarbeiteten Signale erneut in das Netzwerk einge-
speist werden. Ein solches rekurrentes Neuron oder rekurrente Schicht wird Memory Cell

(Speicherzelle) genannt. Der Output der rekurrenten Verbindung wird state (Zustand) ge-
nannt. (Géron 2019, Chapter 15)
Als Input für RNNs dienen häufig Zeitreihen, also Werte die abhängig von der Zeit sind,

sowie sequentielle Daten. Das kann zum Beispiel der Verlauf des Börsenpreises eines Pro-
duktes sein, der dann mithilfe eines RNN für die nächsten Stunden oder Tage vorhergesagt
wird. Ein Recurrent Neural Network (RNN) kann dabei ja nach Aufbau drei verschiedene Um-
wandlungen durchführen:

ˆ Sequenz-zu-Sequenz, indem jeder Input auch zu einem Output führt
ˆ Sequenz-zu-Vektor, indem alle Outputs eines Zeitschrittes bis auf den letzten verwor-
fen werden

ˆ Vektor-zu-Sequenz, indem ein Input immer wieder präsentiert wird
Die Kombination von Sequenz-zu-Vektor mit Vektor-zu-Sequenz lässt sich auch zum Über-
setzen von Texten nutzen: eine Sequenz (Abfolge) vonWörtern wird durch das RNN in einen
Vektor codiert. Ein weiteres RNN decodiert diesen Vektor wieder zurück in eine Wortfolge in
der zu übersetzenden Sprache. Man nennt eine derartige Kombination Künstlicher Neuro-
naler Netze auch Encoder-Decoder. Da die Bedeutung und Grammatik eines Satzes sich bis
zum letzten Wort ändern kann, muss das Neuronale Netz sozusagen abwarten, bis das Sat-
zende erreicht ist. Daher sind Recurrent Neural Networks für derartige Aufgaben besonders
gut geeignet (Géron 2019, Chapter 15).
Training eines RNN

Dadas Training von RNNs nicht ausschließlichmit der in Abschnitt 3.3.1 beschriebenen Tech-
nik der Backpropagation möglich ist, wurde dafür die sogenannte Backpropagation Through

Time (BPTT) entwickelt. Ein Trainingsdurchlauf wird dabei mit einer Menge T Zeitschritten
durchgeführt. Dabei wird ähnlich der Backpropagation verfahren. Dazu wird das RNN über

die Zeit abgewickelt(unfolded over time), das heißt für jeden Zeitschritt t 2 f 0, : : : Tg wird
eine Kopie des Netzwerkes erzeugt, die mit der vorherigen Kopie verbunden ist. Dann wird
für jeden Zeitschritt t , für den ein Output Y vorliegt, eine Kostenfunktion C(Y0, : : : Yt , : : : YT )

errechnet. Für diese Kostenfunktionen wird dann jeweils der Gradient ermittelt undmit dem
bekannten Algorithmus der Backpropagation zm korrigieren der Gewichte genutzt. Dabei ist
zu beachten, dass der Gradient r Yt jeweils in den zugehörigenOutputYt wieder eingespeist
wird. Da vomErsten zumNullten Zeitschritt noch keine Gewichte vorliegen, werden diese üb-
licherweise zu Null gesetzt. Der Vorgang der BPTT ist in Abbildung 3.17 für T = 3Zeitschritte
für einen einzelnen Layer dargestellt. In diesem Beispiel soll der Output der ersten beiden
Zeitschritte ignoriert werden. Das entspricht einer Mischung aus Sequenz-zu-Sequenz- und
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Sequenz-zu-Vektor- RNN. Die gestrichelten Pfeile stellen den Signaldurchlauf über die Zeit
abgewickelt dar. Durchgehende Pfeile stellen die Korrektur der Gewichte während der Back-
propagation dar.
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Abbildung 3.17.: Backpropagation Through Time für drei ZeitschritteQuelle: Eigene Zeichnung nach Géron (2019)

Schwierigkeiten bei langen Sequenzen

Für lange Zeitreihen oder Sequenzen wie zumBeispiel ganze Textabschnitte sind RNNs aller-
dings weniger geeignet. Je mehr Zeitschritte gemacht werden müssen, desto mehr Abwick-
lungen des Netzesmüssen ausgeführt und zusätzliche Gewichte erlernt werden. Das erhöht
die Gefahr des Overfitting enorm. In solchen sogenannten Deep Recurrent Neural Networks

kommt es außerdem oft zu einem instabilen Gradienten (verschwindender oder explodie-
render Gradient, siehe Abschnitt 3.3.3). Durch das Training mit dem BBPT-Algorithmus wird
der Gradient immer wieder in das Netzwerk eingespeist. Angenommen, der Gradientenab-
stieg aktualisiert die Gewichte so, dass die Outputs im ersten Zeitschritt leicht erhöht wer-
den. Da bei BPTT in jedem Zeitschritt die gleichen Gewichte verwendet werden, könnten
die Outputs beim zweiten Zeitschritt ebenfalls leicht erhöht werden, die beim dritten eben-
falls und so weiter. Dadurch werden die Outputs von Schritt zu Schritt größer. (Géron 2019,
Chapter 15)
Da in jedem Zeitschritt Veränderungen an den Daten vorgenommen werden, sind die

Informationen des Inputs nach mehreren Zeitschritten kaum noch erkennbar. Es kommt
daher quasi zum Vergessen von Informationen. Um wichtige Informationen auch über viele
Zeitschritte hinweg speichern und abrufen zu können, kann ein RNN zum Beispiel durch
einen sogenannten Long Short-Term Memory(LSTM, dt. Langes Kurzzeitgedächtnis) erweitert
werden, welches in Abschnitt 3.4.6 näher beschrieben wird. (Géron 2019, Chapter 15)
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Abbildung 3.18.: LSTM-ZelleQuelle: Géron (2019)

3.4.6. Long Short-Term Memory

Hochreiter u. a. (1997) stellten einemögliche Erweiterung von rekurrenten Neuronalen Netz-
werken vor, in der die längere Speicherung von Informationen möglich wurde. Dazu führten
sie sogenannte LSTM-Zellen ein. Eine solche Zelle entspricht von außen betrachtet einer
Speicherzelle, wie in Abschnitt 3.4.5 beschrieben. Innerhalb der LSTM-Zelle wird allerdings
der rekurrente Input (in Abbildung 3.16 ist das der stateh(t ) ) noch einmal zweigeteilt und wei-ter verarbeitet, wie in Abbildung 3.18 zu sehen ist: h(t ) entspricht nun dem Kurzzeitzustand
(Verbindung zwischen hidden Layers) und c(t ) dem Langzeitzustand (Verbindung zwischen
cells).
Die grundlegende Idee dabei ist, dass das Netzwerk lernen kann, was es im Langzeitzu-

stand speichern, verwerfen und wieder auslesen soll. Während der Langzeitzustand c(t � 1)das Netzwerk von links nach rechts durchläuft, wird er zuerst durch ein Forget Gategeführt,
in welchem einige Informationen verworfen werden. Anschließend werden ihm neue Infor-
mationen aus dem Input Gatehinzugefügt. Das Ergebnis c(t ) wird anschließend ohne weitereTransformation nach außen weitergegeben. Bei jedem Zeitschritt werden also einige Infor-
mationen gelöscht und einige hinzugefügt. Außerdemwird nach der Additionsoperation der
neue Langzeitzustand kopiert, durch die tanh-Funktion transformiert und dann durch das
Output Gategefiltert. Dadurch entsteht der Kurzzeitzustand h(t ) , der auch gleich demOutput
y(t ) der Zelle für den Zeitschritt (t) ist.
Um die Gates zu steuern, werden der aktuelle Input x(t ) der vorhergehenden Schicht so-wie der vorherige Kurzzeitzustand h(t � 1) durch vier Fully Connected Layergeführt (FC; unten

links in Abbildung 3.18). Diese haben folgende Aufgaben:
ˆ Die zweite Schicht von links entspricht einer regulären Schicht einer Zelle eines RNN.
Hätte man nur eine normale Zelle vorliegen, würde der Output dieser Schicht einfach
wieder als y(t ) und h(t ) ausgegeben werden. In einer LSTM-Zelle dagegen werden diewichtigsten Informationen dieses Outputs an den Langzeitstatus weitergegeben und
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der Rest verworfen.
ˆ Die anderen drei Schichten sind sogenannte Kontrollgatter (gate controllers). Ihr Out-
put liegt im Intervall [0, 1]da sie die logistische Aktivierungsfunktion nutzen. Durch die
elementweise Multiplikation 
 schließen sie ein Gate, wenn ihr Output nahe Null ist
und öffnen es, wenn ihr Output nahe Eins ist. Damit werden folgende Gates gesteu-
ert:
– Das Forget Gatesteuert, welche Informationen des Langzeitzustandes c(t � 1) ver-worfen werden sollen.
– Das Input Gatesteuert, welche Informationen aus g(t ) zum Langzeitzustand hin-
zugefügt werden.

– Das Output Gatesteuert, welche Informationen aus dem Langzeitstatus gelesen
und ausgegeben werden sollen.

Eine LSTM-Zelle kann also lernen eine wichtige Eingabe zu erkennen, sie im Langzeitzustand
zu speichern, sie so lange zu speichern wie nötig, und sie wenn nötig wieder auszugeben.
Dadurch sind Künstliche Neuronale Netzwerke mit LSTM-Zellen bei der Erfassung von Lang-
zeitmustern wie in Zeitreihen, langen Texten oder Audioaufnahmen sehr effizient. (Géron
2019, Chapter 15)
Nach der Veröffentlichung der LSTM-Zellen durch Hochreiter u. a. (1997) wurden zahlrei-

che Verbesserungen vorgenommen. Dazu zählen Detailverbesserungen sowie die Einfüh-
rung von sogenannten Peephole Connections(LSTM-Zellen, die nicht nur den Input der vorhe-
rigen Schicht sehen können, sondern auch aus weiter davor liegenden) und Gated Recurrent

Units (GRUs; eine vereinfachte aber ebenso effiziente Form der LSTM-Zelle). Um noch län-
gere Sequenzen verarbeiten zu können, kann man zusätzlich noch den Input mithilfe eines
Convolutional Layers komprimieren, indem man eine Schrittweite (Stride) größer eins nutzt
(siehe dazu Abschnitt 3.4.3). (Géron 2019, Chapter 15)

3.4.7. Multi-Task Neural Network

Bei gewöhnlichen Neuronalen Netzen ohne Multi-Task Learning konzentrieren sich Opti-
mierung und Training eines Netzes nur auf eine scharf begrenzte Aufgabenstellung. Das ist
notwendig, umdie Anzahl der Parameter so gering wiemöglich zu halten und das Netz inner-
halb einer sinnvollen Zeitspanne konvergieren zu lassen. Dabei werden allerdings eventuell
weitere hilfreiche Informationen der Trainingsdaten beziehungsweise der thematische Kon-
text ignoriert. Caruana (1997, S. 41) beschreibt das Ziel des Multi-Task Learningsals Verbes-
serung der Generalisierungsfähigkeit eines Künstlichen Neuronalen Netzes durch Nutzung
von Informationen aus verwandten Gebieten. Praktisch bedeutet das, dass einerseits das
Neuronale Netz in Teilnetze geteilt wird und andererseits mehrere Fehlerfunktionen gleich-
zeitig ausgewertet werden müssen. Außerdem werden Gewichte zwischen den Fehlerfunk-
tionen der Teilnetze eingeführt, um zwischen den Teilnetzen Informationen austauschen zu
können. Eine große Schwierigkeit ist daher die Wichtung der Fehlerfunktionen untereinan-
der sowie das Training der Gewichte zwischen den Teilnetzen (Ruder 2017). Die Aufteilung
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der Schichten kann sich dabei je nach Anwendungsfall deutlich unterscheiden. Daher soll
hier lediglich kurz auf zwei Beispiele eingegangen werden.
In Abbildung 3.19 ist eine Möglichkeit zu sehen, wie man ein Neuronales Netz zur Bilder-

kennung verbessern kann. Dabei wird ein Bild gleichzeitig auf drei verschiedene Art und
Weisen analysiert: Semantik, Erkennung von einzelnen Objektinstanzen und Erkennung der
Bildtiefe (Vorder-, Mittel- und Hintergrund). Dadurch werden die zu erkennenden Elemente
in einen Kontext gesetzt, was die Erkennungsrate deutlich erhöht (Caruana 1997). Würde
man all dies in einem einzigen Neuronalen Netz unterbringen, würde es nur langsam oder
gar nicht konvergieren. Stattdessen konzentriert sich jedes Teilnetz nur auf eine Aufgabe
(im Bereich des Machine Learning meist als Taskbezeichnet). Erst durch die Multi-Task Feh-
lerfunktion werden die drei Teilnetze verbunden und beeinflussen sich gegenseitig Géron
2019, Chapter 10.

Abbildung 3.19.: Beispiel eines Multi-Task Neural Networks zur Bilderkennung imStraßenverkehrQuelle: Cipolla u. a. (2018)
Abbildung Abbildung 3.20 zeigt eine weitere mögliche Anwendung des Multi-Task Lear-

nings. Aus einem Input werden zwei Teilnetze A und B gespeist, die beide eigene Gewichte
haben und zusätzlich wenige Gewichtemiteinander teilen (gestrichelte Pfeile). Anschließend
münden beide Teilnetze in einem dritten Teilnetz A2, welches den Output für Aufgabe 1 er-
mittelt. Weiterhin wird der Output von Teilnetz B als Ergebnis für Aufgabe 2 genutzt. In der
Praxis wird diese Technik beispielsweise eingesetzt, umGesichtserkennungssoftware zu ver-
bessern. In Teilnetz Bwerden Emotionen beziehungsweiseGesichtsausdrücke erkannt (Task
2), während in Teilnetz A und A2 das Alter der Person ermittelt wird (Task 1). Da zum Bei-
spiel starkes Lächeln temporäre Lachfalten verursacht, könnte das Gesicht einer älteren
Person zugeordnet werden, da Falten erkannt werden. Durch die gleichzeitige Erkennung
des Kontextes Lachenwird dieser Fehler jedoch minimiert, da das Neuronale Netz durch
Multi-Tasking besser generalisieren kann.
3.4.8. Generative Adversarial Network

Goodfellow u. a. (2014) stellten in ihrer Arbeit „Generative Adversarial Nets“ eine scheinbar
einfache Idee vor: man lässt zwei Künstliche Neuronale Netze gegeneinander antreten, da-
mit sie sich gegenseitig trainieren. Dabei wird einem Netz die Rolle des Generatorsund dem
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Abbildung 3.20.: Schema eines Multi-Task Neural Networks mit geteilten Gewichtenzwischen den TeilnetzenQuelle: Eigene Zeichnung nach Géron (2019) und Ruder (2017)

anderen die Rolle des Diskriminators zugeteilt. Das Generatornetz wird mit Zufallszahlen
(meist Gauß-verteilt beziehungsweise normalverteilt) gefüttert, woraus es dann sinnvolle
Daten (meist Bilder) generiert. Demgegenüber steht das Diskriminatornetz: es muss ent-
scheiden, ob es sich um ein reales Bild oder ein vom Generatornetz erzeugtes Bild handelt.
Dadurch soll das Generatornetz immer realere Outputs erzeugen, während das Diskrimina-
tornetz immer besser im Unterscheiden zwischen erzeugten und realen Bildern wird.
Training

Diese sogenannten Generative Adversarial Networks(GAN) sind allerdings trotz der einfachen
Grundidee schwer zu trainieren, da man die Hyperparameter beider Netze gut aufeinander
abstimmenmuss (Géron 2019, Chapter 17; Goodfellow u. a. 2014). Der Trainingsalgorithmus
nach Goodfellow u. a. (2014) läuft dabei wie folgt ab:
Zuerst wird das Diskriminatornetz als binärer Klassifizierer trainiert. Das Trainingsset be-

steht dabei aus echten Bildern mit dem Label 1 und vom Generatornetz erzeugten Bildern
mit Label 0. In dieser ersten Trainingsphase werden nur die Gewichte des Diksriminatornet-
zes aktualisiert.
In der zweiten Phase wird das Generatornetz trainiert. Dazu erzeugt es zuerst eine An-

zahl Bilder, die dem Diskriminatornetz zur Bewertung präsentiert werden. Diesmal werden
keineechten Bilder hinzugenommen, und alle Labels werden auf 1 (echtes Bild) gesetzt. Das
hat zum Ziel, dass der Generator Bilder erzeugt, die der Diskriminator (fälschlicherweise)
für echt hält und damit einen entsprechend großen Gradienten zurückgibt (Goodfellow u. a.
2014, S. 2 f.). Entscheidend ist, dass die Gewichte des Diskriminators während dieses Schritts
eingefroren sind, so dass die Backpropagation nur die Gewichte des Generators beeinflusst.
Der Generator sieht also nie echte Bilder, lernt aber dennoch nach und nach, überzeugende
falsche Bilder zu erzeugen. Sein einziger Input sind die Gradienten, die durch den Diskrimi-
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nator zurückfließen. In diesem sekundären Gradienten sind umsomehr Informationen über
die echten Bilder enthalten, je besser der Diskriminator wird. Diese beiden Lernphasen wer-
den solange wiederholt, bis die gewünschte Genauigkeit erzielt wird (Géron 2019).
Beispiel

Ein beeindruckendes Beispiel eines GAN ist DALL·E, welches von Ramesh u. a. (2021) vorge-
stellt wurde. Es basiert auf dem Neuronalen Netz gpt-37 von Brown u. a. (2020) und enthält
mehr als 12 Milliarden trainierbare Parameter. Mit DALL·E lassen sich Bilder aus Textbe-
schreibungen generieren. Dabei werden sogar scheinbar unvereinbare Konzepte sinnvoll
miteinander verbunden (Ramesh u. a. 2021). In Abbildung 3.21 ist dazu ein Beispielbild ge-
zeigt. Das Neuronale Netz wurde per Texteingabe aufgefordert, ein „Bild eines Sessels in
Form einer Avocado“ zu erzeugen. Sowohl Form als auch Farbgebung und Aufteilung des
Sessels erinnern tatsächlich stark an eine Avocado.

Abbildung 3.21.: Beispiel eines Outputs von DALL·EQuelle: Ramesh u. a. (2021)

7Der Quellcode ist Open Source und verfügbar unter github.com/openai/gpt-3 (besucht am 31.01.2021)
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Um Ziffern, Zahlen, Buchstaben und Wörter aus digitalen Bildern in Textformate umwan-
deln zu können, wird sogenannte OCR-Software(Optical Character Recognition) verwendet.
Dazu werden in diesem Kapitel kurz die Grundlagen der digitalen Bildtechnik, der digitalen
Bildverarbeitung zur Vorbereitung des OCR-Prozesses sowie eine mögliche Funktionsweise
dieser Methode im konkreten Fall der Software Google Tesseractdargestellt. In der digitalen
Bildverarbeitung existieren zwei verschiedene Ansätze zur Speicherung eines Bildes: Raster-
grafiken und Vektorgrafiken. Da sich diese deutlich in ihren Eigenschaften unterscheiden,
sollen beide Ansätze hier kurz erläutert werden.

4.1. Rastergrafik

Digitale Systeme können nur mit endlich vielen Werten arbeiten. Daher muss ein Bild, wel-
ches beispielsweise gescannt oder fotografiert wird, in ein Raster aus quadratischen Raster-
punkten zerlegt werden. Jeder Rasterpunkt wird als Pixelbezeichnet. Pixel ist ein Kunstwort
aus dem Englischen picture (umgangssprachlich auch pix) und element. Jedes Pixel enthält In-
formationen zu dessen Farbe. Daher sind charakteristische Eigenschaften einer Rastergrafik
das genutzte Farbmodell und Farbtiefe sowie die Auflösung. (Nischwitz 2011)

4.1.1. Farbmodell, Farbtiefe und Darstellungsmatrix

Farben in Rastergrafiken können mithilfe verschiedenster Farbmodelle dargestellt werden.
Bekannte Modelle sind unter anderem RGB, sRGB oder HSL. Allen gemeinsam ist, dass sie
additive Farbräume sind. Das heißt, dass die gewünschte Farbe aus mehreren selbstleuch-
tendenGrundfarben additiv gemischt wird. JederKanal (Channel) der Rastergrafik entspricht
dabei einer Grundfarbe. Jeder Kanal nimmt für jedes Pixel einen Wert von 0 bis 100 Prozent
an. Die Anzahl der darstellbaren Farben wird durch die Farbtiefe festgelegt (Camastra 2008).
Da digitale Geräte meist mit dem Binärsystem arbeiten, sind mögliche Farbtiefen meist in
der Form 2n angegeben. Ein Farbmodell mit 16 Bit Farbtiefe kann so zum Beispiel 216 =
65.536 verschiedene Farben darstellen. Diese Farben teilen sich auf alle Farbkanäle auf: 16
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Bit im RGB-Farbmodell werden mit 5 Bit für Rot, 6 Bit für Grün und 5 Bit für Blau aufgeteilt.
Die in dieser Arbeit verwendete Library OpenCV arbeitet standardmäßig mit 8 Bit Farbtie-
fe im BGR-Modell1. Beim Einlesen eines Bildes in OpenCV entsteht ein dreidimensionales
Array der Dimension n � m � c, wobei n die Höhe, m die Breite und c den Kanal des Bildes
beschreiben. Dieses Array wird auch als Darstellungsmatrix bezeichnet. (Camastra 2008)
4.1.2. Auflösung eines Bildes

Die Bezeichnung Au�ösung ist mehrdeutig undmuss genau differenziert werden. Zum einen
bezeichnet die Bildauflösung eines digitalen Bildes die Anzahl der Zeilen und Spalten der
Darstellungsmatrix. Daraus ergibt sich auch direkt das Seitenverhältnis Breite zu Höhe. Bei
Digitalkameras wird auch häufig die Gesamtmenge der Pixel im Bild angegeben, da diese
oft variable Seitenverhältnisse haben können und nicht auf ein Format festgelegt sind. Da-
für werden meist die Werte Megapixel oder Gigapixel verwendet, was einer Millionen bezie-
hungsweise einer Milliarde Pixeln entspricht.
Zum anderen bezeichnet die Punktdichteoder Pixeldichtedie Anzahl der Rasterpunkte pro

Längeneinheit und wirdmeist in points per inch(Punkte je Zoll), kurz ppi angegeben. Bei einer
Punktdichte von beispielsweise 300 ppi sind auf einer Länge eines Zolls 300 Rasterpunkte
vorhanden, was circa 118 Punkten je Zentimeter entspricht. Da ein Pixel immer eine gewisse
Seitenlänge hat, kommt es schon beim Scannen von Bildern zu Informationsverlusten, die
durch eine entsprechend hohe Auflösung (im Sinne von Punktdichte) aber gering gehalten
werden können. Diese Punktdichte hängt allerdings stark von der gewünschten Verwendung
des Scans ab. Weiterhin ist zu beachten, dass die Darstellungsmatrix eines Bildes keinerlei
Informationen zur Punktdichte gibt. Ein Bild der Größe 1024 mal 768 Pixeln kann beispiels-
weise ein Scan eines 10,24 mal 7,86 Meter großen Plakates sein. Dann wären viele Details
nicht mehr erkennbar, da die Punktdichte sehr gering ist. Scannt manmit derselben Bildauf-
lösung allerdings ein 10,24 mal 7,86 Zentimeter großes Foto, ist dessen Detailgrad deutlich
höher. Daher lässt sich von der Bildauflösung nur dann auf die ursprüngliche Größe des
Scans schließen, wenn man die Punktdichte kennt.
Da jedes Pixel einzeln gespeichert werden muss, hängt die Datenmenge von Auflösung

und Farbtiefe ab. Bei entsprechend hoher Auflösung und Bildtiefe kommt es daher zu ho-
hem Speicherverbrauch und bei der Verarbeitung großer Bilddateien zusätzlich zu hohen
Leistungsanforderungen an den Computer. Daher existieren viele verschiedene Komprimie-
rungsalgorithmen, die den Speicherbedarf deutlich senken können. Dabei wird zwischen
verlustfreien Formaten wie TIFF oder PNG und verlustbehafteten Formaten wie JPG oder
GIF unterschieden. Verlustfreie Formate komprimieren die Bilddatei ohne Informationsver-
lust, während verlustbehaftete Formate einen Informationsverlust in Kauf nehmen, um die
Dateigröße noch weiter verringern zu können. Dabei ist zu beachten, dass der Informations-
verlust durch die gewählte Punktdichte beimScan noch zusätzlich hinzukommt, egal welches
Speicherformat man wählt. (Nischwitz 2011)

1Während das RGB-Modell weit verbreitet ist, arbeitet OpenCV aus historischen Gründen – im Gegensatz zuvielen anderen Programmbibliotheken wie TensorFlow, pytorch oder Pillow – mit dem BGR-Modell. Daher sinddie Farbkanäle Rot und Blau getauscht, siehe auch docs.opencv.org/3.4/d4/da8/group__imgcodecs.html(besucht am 3. Januar 2021).
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4.2. Vektorgra�k

4.2. Vektorgrafik

Für Vektorgrafiken wird ein komplett anderer Ansatz verfolgt. Hier werden Formen durch
mathematische Funktionen beschrieben und in einem Koordinatensystem platziert. Infor-
mationen werden also nicht in einzelnen Bildpunkten gespeichert, sondern als geometri-
sche Formen wie Geraden, Kreisen oder Vielecken. Eigenschaften wie Farben, Liniendicke
oder Transparenz werden ebenfalls je Form gespeichert. Die Bildinformationen sind also
nicht explizit vorhanden, sondern müssen erst aus der impliziten Beschreibung interpre-
tiert werden. Das hat den Vorteil, dass Vektorgrafiken wenig Speicherplatz verbrauchen und
beliebig groß skalierbar sind. Der Nachteil ist, dass zum Beispiel Fotografien damit nicht dar-
gestellt werden können, da sich durch den hohen Detailgrad das Bild nicht in mathematisch
beschreibbare Formen umwandeln lässt, ohne massiv an Realitätstreue zu verlieren (Chap-
man 2000). Auch digitale CAD-Zeichnungen können auf Grafikebene als Vektorgrafiken an-
gesehen werden. Ein weiterer Vorteil von Vektorgrafiken ist, dass jede Form als einzelnes
Element gespeichert ist. Somit lassen sich leicht Algorithmen schreiben, die die Semantik
des Bildes erfassen können. Bei Rastergrafiken ist dies nur schwer möglich, da nicht per
se bekannt ist, welcher Bildpunkt zu welchem Bildelement gehört. Dennoch werden in die-
ser Arbeit keine Vektorgrafiken genutzt, da das Umwandeln eines Scans in eine Vektorgrafik
mit hohem technischem Aufwand und manueller Nachbearbeitung verbunden ist (Dosch
u. a. 2000). Der Aufwand der Elementerkennung in Bildern soll ausdrücklich mithilfe eines
Neuronalen Netzes minimiert werden, weshalb bewusst keine Vektorgrafiken als Input ver-
wendet werden. Eine Vektorisierung nach der Bauteilerkennung ist allerdings weiterführend
durchaus denkbar.

4.3. Preprocessing

Preprocessingist die Vorverarbeitung von digitalen Grafiken, um einerseits eine effiziente
Datenverarbeitung und andererseits gute Ergebnisse für die Texterkennung zu erzielen. Da
in dieser Projektarbeit nur mit Rastergrafiken gearbeitet wird, beziehen sich die Methoden
der Vorverarbeitung nur auf Rastergrafiken. Das Zusammenfassen mehrerer Schritte des
Preprocessings nennt man Preprocessing Pipeline. Drei häufig verwendete Verfahren werden
nachfolgend erklärt.
4.3.1. Grayscaling

Gescannte Bilder liegen üblicherweise farbig vor. Für die Erkennung von Bauteilen, Planköp-
fen oder Schrifterkennung, die sowieso häufig nur als Schwarz-Weiß-Grafiken vorliegen, ist
es aus Gründen der Performance und Speicherverbrauches sinnvoll, sich lediglich auf Grau-
stufen zu beschränken. Die OCR-Software Tesseract ist außerdem nur auf schwarze Schrift
auf weißem Grund trainiert. Dieses Farbmodell wird mit Y abgekürzt. Dabei wird folgende
Berechnungsvorschrift2 mit anschließender Rundung auf ganze Zahlen durch OpenCV ver-

2Siehe dazu die Dokumentation von OpenCV unter docs.opencv.org/master/de/d25/imgproc_color_
conversions.html (besucht am 03. Januar 2021)
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wendet:
Y = 0, 299� R + 0, 587 � G + 0, 114 � B (4.1)

Dadurch werden für eine Farbtiefe des Graustufenbildes von 8 Bit Werte von 20-1 bis 28-1,
also von 0 bis 255, für jedes Pixel angenommen.
4.3.2. Binarization und Thresholding

Um das Finden von Konturen und das Anwenden von Bilderkennung mithilfe neuronaler
Netze zu verbessern, wird weiterhin eine Binarisierung des Bildes durchgeführt. Bei einer
Binarisierunglässt man nur noch zwei mögliche Werte zu. Das bedeutet, dass nur zwei Farb-
werte möglich sind, hier beispielsweise schwarz oder weiß. Dazu wird mithilfe des Algorith-
mus von Otsu (1979) jedes Pixel in Vorder- oder Hintergrund eingeteilt. Die Einteilung und
damit das Ermitteln des Schwellwertes (Threshold) erfolgt, indem die Varianz der beiden
Klassen (Vordergrund, Hintergrund) für das gesamte Bild minimiert wird. Im Ergebnis gibt es
nur noch komplett weiße oder komplett schwarze Pixel. Auch andere Arten der Binarisierung
beziehungsweise des Ermittelns des Schwellwertes sindmöglich. Otsus Algorithmus hat sich
für diese Projektarbeit aber als schnell und funktionell erwiesen. Für stark verrauschte oder
wenig kontrastreiche Bilder sollten aber eventuell noch andere Algorithmen angewandt wer-
den.
4.3.3. Erosion

Ein weiterer Bearbeitungsschritt stellt die Erosion oder dessen Gegenteil, die Dilatation, dar.
Bei der Erosion wird die Menge der schwarzen Pixel vergrößert, also die weiße Fläche ero-
diert. Dazu wird für jedes originale Pixel eine Nachbarschaft definiert, die eine beliebige
Form haben kann, wie zum Beispiel ein Kreuz oder ein Rechteck. Diese Form nennt man
Strukturmaske und entspricht in seiner Funktion dem Kernel in Convolutional Layern und
Pooling Layern. Über alle Pixel in dieser Strukturmaske wird das Minimum gesucht und als
neuer Wert der originalen Pixels gesetzt. Da das globale Minimum eines digitalen Graustu-
fenbildes die Farbe schwarz3 ist, wird dadurch die schwarze Fläche vergrößert und damit
deutlicher herausgearbeitet.

4.4. Funktionsweise der OCR-Software Tesseract

Die OCR-Software Tesseract wurde von 1984 bis 1994 bei HP Labs von Ray Smith entwickelt.
Im Jahr 2005 veröffentlichte HP denQuellcode als kostenlose Open Source Software und ein
Jahr später nahm Google Inc. die Entwicklung wieder auf (Smith 2007). Seit 2016 entwickelt
ein Team um Ray Smith die Software auf Basis eines Künstlichen Neuronalen Netzwerkes
mit Convolutional Layern, Pooling Layern und Long Short-TermMemory Layern größtenteils

3Im Farbmodell Y in OpenCV entspricht Schwarz dem Wert 0 und weiß dem Wert 255.
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neu. Seit Version 4.0 ist die Texterkennung mithilfe eines Künstlichen Neuronalen Netzes
integriert (Smith 2016a). Die Texterkennung läuft wie folgt (Smith 2016b):
1. Einlesen der Bilddatei und Segmentierung durch Thresholding (siehe Abschnitt 4.3.2)
2. Ermitteln des Seitenlayouts
3. Übergabe der Seitensegmente beziehungsweise Bildsegmente an dasNeuronaleNetz-

werk (siehe Abbildung 4.1 auf Seite 67) zur Zeichenerkennung
4. Suche in Wortdatenbank nach bekannten Worten
5. Falls dies fehlschlägt, erneuter Durchlauf des Neuronalen Netzes und der Worterken-

nung
6. Korrektur der sogenannten x-height, ein typografisches Maß für die Schriftgröße und

damit der zu erwartenden Zeichenhöhe
7. Korrektur der zu erwartenden Zeichenabstände
8. Korrektur der erkannten Worte und Sätze durch Analyse von häufigen Bigrammen4

der erwarteten Sprache.
In Abbildung 4.1 ist die Architektur des in Tesseract genutzten Neuronalen Netzes schema-
tisch dargestellt. Tesseract nutzt dabei eine interne Beschreibungssprache, die den Aufbau
der einzelnen Layer genauer beschreibt. Das von Smith (2016b) vorgestellte Neuronale Netz
ist darin folgendermaßen codiert:

[G2,0 C2,2 FT16 P3,3 LQ1,64 L1,128 RtL1,128 LS1,256] .
Darin stehen eckige Klammern [...] für eine Hintereinanderausführung der Layer, wäh-
rend runde Klammern (...) Parallelausführung bedeuten. Ein Zeitschritt ist dabei ein ho-
rizontaler Schritt in der Größe eines Pixels. Das Netzwerk scannt also Zeilenweise von links
nach rechts jedes Pixel ab. Die Bedeutung der einzelnenGruppenwird wie bei Smith (2016b)
beschrieben im Folgenden erläutert:

ˆ G2,0 – Input Layer, der zweidimensionale Graustufenbilder aufnimmt und deren Zeit-
schrittweite automatisch auf 1 y-Pixel ohne Gruppierung setzt. Das bedeutet, dass je-
des Pixel des Bildes einem Inputneuron als Input dient.

ˆ C2,2 – Convolutional Layer, dessen Kernel sich aus den beiden Ziffern x und y nach
dem C errechnet: der Kernel in x-Richtung ist demnach 2 � x + 1 = 5 Pixel groß, der
Kernel in y-Richtung ebenfalls.

ˆ FT16 – ein über jeden Zeitschritt immer wieder genutzter Dense Layer mit Tangens
Hyperbolicus als Aktivierungsfunktion mit 16 Neuronen.

ˆ LQ1,64 – Pooling Layer P3,3 mit einer Kernelgröße von 3 mal 3. Es wird MaxPooling
verwendet, also nur das Maximum des Wertes im Sichtbereich des Kernels wird ge-
nutzt.

4Bigramme sind zwei aufeinanderfolgende Zeichen, Silben oder Worte wie ei, eu, ck, pf, das heiÿtoder Frohe
Weihnachten
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ˆ LQ1,64 – ein LSTM mit 64 rekurrenten Outputs (states) und 64 Outputs. Dieser Layer
scannt sozusagen vertikale Streifen nacheinander ab und fasst diese in einem Wert
zusammen (bei Tesseract sQuashinggenannt, daher das Q).

ˆ L1,128 – eindimensionales LSTM mit 128 rekurrenten Outputs und 128 Outputs.
ˆ RtL1,128 – Rt steht für die Rückwärtsausführung eines LSTM. Damit handelt sich bei
den Schichten L1,128 und RtL1,128 um ein sogenanntes Bidirectional LSTM: diese
lassen sich sowohl in Richtung des Zeitschrittes als auch entgegen dem Zeitschritt
trainieren und ausführen, was die Konvergenzgeschwindigkeit erhöht. DerOutput wird
nach der Rückwärtsausführung einfach wieder umgekehrt (Schuster u. a. 1997).

ˆ LS1,256 – eindimensionales LSTM mit integrierter Softmax-Funktion als Output. Die-
ser letzte Layer hat 256 rekurrente Outputs, die auf ihn selbst zeigen. Weiterhin hat
dieser Layer so viele weitere rekurrente Outputs auf sich selbst, wie es Zeichen im Zei-
chensatz der jeweiligen Sprache gibt. Alle benötigten Zeichen werden aus der Datei
<language>.traineddata ausgelesen. Dazu gehören Buchstaben, Zahlen, Sonderzei-
chen und so weiter. Auch die Anzahl der Outputs dieses letzten Layers hängt von der
Zeichenanzahl der jeweiligen Sprache ab.

Damit hat das Künstliche Neuronale Netz in Tesseract insgesamt, abhängig von der gewähl-
ten Sprache, circa 780.000 Gewichte. Um die Erkennungsgenauigkeit zu erhöhen, lassen
sich eigene Wortlisten hinzufügen, Zeichen ausschließen, weitere zu erkennende Sprachen
definieren und die erwartete Segmentierung der Seite vorgeben.
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Abbildung 4.1.: Architektur des Neuronalen Netzes der Tesseract OCR EngineQuelle: Eigene Zeichnung nach Smith (2016a) und Smith (2016b)
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5. Bauteilerkennung durch Object
Detection – Praktische Umsetzung

Nachdem in den vorherigen Abschnitten theoretische Grundlagen betrachtet wurden, sol-
len nun die praktische Umsetzung der Erkennung von Treppen anhand deren Symbolik in
Bauplänen betrachtet werden. Dazu werden zunächst ähnliche Arbeiten in diesem Gebiet
vorgestellt und miteinander verglichen. Anschließend wird der eigene Lösungsweg und die
Struktur der verwendeten Künstlichen Neuronalen Netzen erläutert und die Erzeugung der
Trainingsdaten erklärt.

5.1. Ähnliche Arbeiten

Bisherige Arbeiten befassten sich vor allem mit Grundrissen, die eher von Architekten oder
Immobilienmaklern genutzt werden. In Abbildung 5.1i ist beispielhaft ein solcher Grundriss
dargestellt. Das bedeutet, dass vor allem Symbole für Einrichtungsgegenstände wie zumBei-
spiel Möbel, Tische, Stühle oder Badgarnituren eingezeichnet sein können. Außerdem sind
Wände in Architekturplänenmeist nicht wie in Bauplänen nach Materialart schraffiert darge-
stellt, sondern vollflächig schwarz oder farbig dargestellt. Außerdem sind häufig keine oder
nur wenig Bemaßungen oder Maßketten vorhanden. In Abbildung 5.1ii ist zum Vergleich ein
einfacher Grundriss dargestellt, wie er eher im Bauingenieurwesen beziehungsweise kon-
struktiven Bereich verwendet wird.
Weiterhin lassen sich bisherige Arbeiten vor allem jeweils innerhalb folgender drei Berei-

che einteilen, welche anschließend genauer erläutert werden:
ˆ Segmentation oder automatisierte Trennung von Grafik und Text
ˆ Verarbeitung von Vektor- oder Rastergrafiken beziehungsweise Nutzung von Vektori-
sierung

ˆ Erkennung von einzelnen Symbolen oder Bauteilen, Erkennung des Raumtyps wie zum
Beispiel Küche, Bad oderWohnzimmer sowie Erkennung der gesamtenGeometrie des
Grundrisses mit oder ohne semantischer Struktur der Bauteile zueinander.
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(i) Grundriss als Architekturplan (ii) Grundriss als Bauplan
Abbildung 5.1.: Beispiele für verschiedene PlanunterlagenQuelle: CubiCasa5K-Dataset (Kalervo u. a. 2019), Eigene Zeichnung

Die vorhandenen Informationen in einem Bauplan werden auf zwei verschiedene Arten
übermittelt: als Texte und als Grafiken. Texte können Erklärungen, Beschriftungen oder Ma-
ße beziehungsweiseMaßketten sein. Grafiken sind in diesemKontext alles, was nicht Text ist.
In den Arbeiten von Dosch u. a. (2000), S. Ahmed u. a. (2011) und Heras, Sheraz Ahmed u. a.
(2013) wird im Preprocessing eine Trennung von Text und Grafik vorgenommen. Bei Über-
lappungen von Text und Grafik kam es bei Dosch u. a. (2000) zu Problemen, weil dann Text
fälschlicherweise als Teil der Grafik erkannt wird. Um die Erkennung zu verbessern, entfern-
ten S. Ahmed u. a. (2011) und Heras, Sheraz Ahmed u. a. (2013) zuerst dünne einzelne Linien,
die mit einzelnen Buchstaben kollidieren. Das führte zur verbesserten Erkennung der Text-
teile. Andere Arbeiten nutzten bereits manuell bearbeitete Bilder (Sharma u. a. 2017; Zhu
u. a. 2014; Heras und Sanchez 2011), bei denen schon eine Trennung von Text und Grafik
vorgenommen worden war. In Zhang u. a. (2020) sowie Kalervo u. a. (2019) wurde stattdes-
sen auf ein solches Preprocessing verzichtet und die Scans der Architektenpläne direkt an
ein Künstliches Neuronales Netz gegeben.
Da es zwei Möglichkeiten der Grafikspeicherung gibt (Raster- und Vektorgrafiken, siehe

Kapitel 4), existieren für die Extraktion von Informationen aus Bildern ebenfalls zwei grund-
legende Ansätze. Zum einen kann versucht werden, Informationen durch Erkennung von
Mustern direkt aus einer Rastergrafik zu gewinnen. Dies wird in Sharma u. a. (2017), Zhang
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u. a. (2020), Kalervo u. a. (2019), Zeng u. a. (2019) und Heras, Sheraz Ahmed u. a. (2013) ge-
nutzt. Zum anderen existieren Ansätze, wieman eine Rastergrafik in eine Vektorgrafik (Vekto-
risierung) umwandeln kann, um dann ausgehend aus den durch Vektorisierung gewonnen
Informationen semantische und geometrische Zusammenhänge zu ermitteln. Darauf grei-
fen Dosch u. a. (2000), Heras und Sanchez (2011) und Zhu u. a. (2014) zurück. Da es in Zhu
u. a. (2014) eher um die semantische Erkennung von abgeschlossen Gebieten als Räume
geht, werden hier bereits manuell vektorisierte Daten genutzt. Die Qualität der Vektorisie-
rung bestimmt dabei maßgeblich die Qualität der extrahierbaren Informationen. Schon die
Umwandlung einer Rastergrafik in eine Vektorgrafik ist ein breites Feld und nicht trivial.
Weiterhin unterscheiden sich die Ziele der einzelnen Arbeiten. In Dosch u. a. (2000) und S.

Ahmed u. a. (2011) wird versucht, die gesamte Geometrie des Grundrisses zu erfassen. Dem-
gegenüber suchen Zhu u. a. (2014), Zhang u. a. (2020), Heras, Sheraz Ahmed u. a. (2013),
Zeng u. a. (2019) und Kalervo u. a. (2019) vor allem nach Räumen und deren Nutzung. In
Heras und Sanchez (2011) wird dagegen die semantische Strukturierung bereits segmen-
tierter Daten angestrebt. In Sharma u. a. (2017) werden lediglich Ähnlichkeiten zwischen
Grundrissen ermittelt und bewertet.
Die Arbeiten von Zeng u. a. (2019), Kalervo u. a. (2019) und Zhang u. a. (2020) stützten

sich dabei besonders auf die Verwendung Künstlicher Neuronaler Netze verschiedenster
Art: Kalervo u. a. (2019) und Zeng u. a. (2019) verwenden Multi-Task Deep Neural Networks

(siehe Abschnitt 3.4.7) mit mehreren Convolutional Layern sowie Residual Layern (siehe Ab-
schnitt 3.4.3 und Abschnitt 3.4.4). In Zhang u. a. (2020) wird ein GAN verwendet: als Grund-
lage für den Generator der Segmentation wurde das Netz von Zeng u. a. (2019) verwendet.
Der Diskriminator verwendet ebenfalls Convolutional und Residual Layer, allerdings in ande-
rer Zusammensetzung als der Generator.

5.2. Erstellung eines ersten Prototyps eines CNN

Mein erster Prototyp sollte zunächst testweise allgemein zur Klassifizierung einzelner kleiner
Bilder trainiert werden. Der Quelltext ist vollständig auf GitLab1 zu finden (Kaulfuß 2021a).
Das Training erfolgte from scratch, also komplett von Beginn an mit eigenen Trainingsdaten.
Dieser Prototyp zur Bauteilerkennung war ein Künstliches Neuronales Netz mit 9 Hidden
Layers, einer Preprocessing Pipeline als Inputlayer und einem Outputlayer. Der Inputlayer
nahm beliebige Bilder auf, die in 8-Bit-Graustufenbilder der Größe 50 mal 50 Pixel umge-
wandelt wurden. Weiterhin wurden die Graustufenwerte 0 bis 255 auf ein Intervall von 0 bis
1 normiert. Zuletzt wurde im Preprocessing eine zufällige horizontale oder vertikale Spiege-
lung des Bildes sowie eine zufällige Rotation von 0 bis 360 Grad angewandt. Dadurch sollte
ein Overfitting vermieden werden. Die Hidden Layer wurden nach dem Vorschlag von Géron
(2019) folgendermaßen gewählt:

1. Zweidimensionaler Convolutional Layer mit 4 Filtern beziehungsweise Feature Maps,
Kernelgröße 3 und ELU-Aktivierungsfunktion

1Quellcode verfügbar unter gitlab.com/araccaine/first-network-test
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Abbildung 5.2.: Beispiele für verwendete Trainingsdaten für den ersten Prototypen (obenFenster, unten Türen)Quelle: Projektarbeit von Guarda (2021)

2. 2D-Pooling Layer mit MaxPooling und Kernelgröße 2
3. 2D-Convolutional Layer mit 8 Filtern, Kernelgröße 3 und ELU-Aktivierungsfunktion
4. 2D-Pooling Layer mit MaxPooling und Kernelgröße 2
5. 2D-Convolutional Layer mit 16 Filtern, Kernelgröße 3 und ELU-Aktivierungsfunktion
6. 2D-Pooling Layer mit MaxPooling und Kernelgröße 2
7. Layer zur Umwandlung in ein eindimensionales Problem (sogenanntes Flattening)
8. 1D-Dense Layer mit 16 Neuronen und ELU-Aktivierungsfunktion
9. Dropout Layer, der mit einer Rate von 0,5 Neuronen der vorhergehenden Schicht de-

aktiviert
Der Output wurde durch ein Dense Layermit zwei Neuronen für zwei vorherzusagende Klas-
sen und Softmax-Aktivierungsfunktion gebildet. Dadurch ließ sich für beide Klassen ermit-
teln, wie sicher sich das Neuronale Netz bei der Zuordnung eines Beispiels zu einer Klasse
ist.
Zum Training wurden Einzelbilder von Fenstern und Türen genutzt, die von Guarda (2021)

erstellt wurden. Darin waren 170 Fenster und 123 Türen enthalten. Jeweils vier Beispiele der
beiden Klassen sind in Abbildung 5.2 dargestellt. Außerdem wurde ein identisches Netz mit
dem in TensorFlow integrierten Datensatz Flowerstrainiert, um zum Vergleich eine größere
Anzahl Trainingsdaten zu haben. Dieser Datensatz enthält über 3600 Bilder von Blütenstän-
den der vier Blumenarten Gänseblümchen, Löwenzahn, Rose und Sonnenblume und damit
circa 900 Beispiele je Klasse (The TensorFlow Team 2019). Das beste dadurch erzeugte Netz
wurde mit folgenden Hyperparametern trainiert:

ˆ Teilung der Trainingsdaten: 70 : 20 : 10 (training set : validation set : test set)
ˆ Anzahl Epochen: 150, allerdings mit der Möglichkeit des Early Stoppingnach 20 Epo-
chen. Das bedeutet, dass wenn es nach 20 Epochen keine Verbesserung mehr gibt,
das bisher beste Netz gespeichert und das Training beendet wird. Dadurch wird Over-
fitting und Rechenzeit minimiert.
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ˆ Batch-Size: 4
ˆ Optimizer: Nadam mit einer Lernrate von 0,0001
ˆ Fehlerfunktion: SparseCategorialCrossentropy
ˆ Metrik (Fehlermaß): Accuracy, wodurch TensorFlow automatisch die Metrik SparseCa-
tegorialCrossentropy wählt.

In Abbildung 5.3 ist deutlich zu sehen, dass der Trainingsfehler (blaue Linie) schon nach circa
35 Epochen einen Wert von unter 0,15 und damit eine Accuracy von mehr als 85% erreicht.
Der Validierungsfehler jedoch beginnt bereits ab der 11. Epoche zu stagnieren und verän-
dert sich auch anschließend sprunghaft zwischen 0,3 und 0,55. Außerdem ist ein Trainings-
fehler von 0,1 für solch ein kleines Netz noch zu hoch. Er sollte durchaus unter 0,05 liegen.
Auch die Auswertung einiger Testbilder (4 Türen, 4 Fenster) war ernüchternd: zwar wurden
alle Testbilder bis auf eines richtig zugeordnet, aber lediglich mit einer Sicherheit zwischen
64 und 74 Prozent. Ein Testbild einer Tür wurde dagegenmit einer Sicherheit von 73 Prozent
als Fenster falsch klassifiziert. Daraus lässt sich schließen, dass während des Trainings ein
Overfitting stattgefunden hat. Es ist davon auszugehen, dass das Neuronale Netz mit über
10.000 Gewichten zu viele Parameter hat und demgegenüber zu wenige Trainingsdaten. Da
Symbole von Treppen noch mehr Details haben, hätte für den Prototypen ein deutlich grö-
ßerer Datensatz angelegt werden müssen, um ein Netz von Grund auf neu zu trainieren,
ohne Garantie auf Verbesserung des Ergebnisses. Außerdem ist der Prototyp nicht in der
Lage, die trainierten Klassen in einem größeren Bild zu finden. Er funktioniert nur, wenn auf
dem Bild ausschließlich das zu klassifizierende Symbol zu sehen ist. Auch das testweise Trai-
nierenmit dem Flowers-Datensatz (The TensorFlow Team 2019) verbesserte die Genauigkeit
nur wenig bis auf circa 92%, obwohl hier schon deutlich mehr Trainingsdaten vorlagen. Da-
her wurde dieser Ansatz nach langer Zeit des Ausprobierens und erfolglosen Optimierens
wieder verworfen.

5.3. Zweiter Prototyp: Verwendung von Transfer Learning und
der TensorFlow Object Detection API

Mit dem zweiten Prototypen sollten möglichst drei Probleme gelöst werden:
1. durch ein leistungsfähigeres und damit auch tieferes Neuronales Netz eine bessere

Erkennungsrate erzielen
2. durch Transfer Learning bereits vorhandene Trainings ausnutzen, ummit weniger Trai-

ningsdaten und Trainingszeit auszukommen
3. nicht nur die Unterscheidung einzelner Symbole, sondern das Finden und Lokalisieren

von Treppen in einem einzigen Bild beziehungsweise Bauplan ermöglichen
Dafür wurden die Trainingsumgebung, Art und Weise des Trainings, das verwendete Neuro-
nale Netz sowie die verwendeten Trainingsdaten und deren Vorbereitung komplett überar-
beitet. Die einzelnen Schritte werden nachfolgend einzeln erläutert.

73



5. Bauteilerkennung durch Object Detection � Praktische Umsetzung

 0

 0.05

 0.1

 0.15

 0.2

 0.25

 0.3

 0.35

 0.4

 0.45

 0.5

 0.55

 0.6

 0.65

 0.7

 0.75

 0  5  10  15  20  25  30  35  40  45  50  55  60  65

Lo
ss

Epoch

Loss for first prototype (doors and windows)

train loss
val loss

Abbildung 5.3.: Fehlerfunktion des Prototypen zur Bauteilerkennung. Verlauf derFehlerfunktion während des Trainings für Trainingsdatensatz (blau) undValidierungsdatensatz (rot)Quelle: Eigene Darstellung

5.3.1. TensorFlow Object Detection API

Umdie Lokalisierung einer odermehrerer Klassen in einemBild effizient zu ermöglichen, bot
sich diemit TensorFlow 2 gut kompatible Schnittstelle TensorFlow Object Detection API(Huang
u. a. 2020) an. Diese ermöglicht einfaches Einlesen eines oder mehrerer Bilder und anschlie-
ßender Symbolerkennung und -lokalisierung durch das gewünschte Neuronale Netz. Außer-
dem unterstützt die API das Trainieren mittels eines vorbereiteten Ground Truths. Dazu wer-
den einfachmit einer dafür geeigneten Software alle Instanzen jeder zu trainierenden Klasse
in einem Bild durch ein Rechteck (sogenannte Bounding Box) umrandet und gelabelt, wie in
Abschnitt 5.3.2 erläutert.
5.3.2. Erzeugung der Trainingsdaten

Für das Labeln beziehungsweise das Erstellen des Ground Truths wurden verschiedene Pro-
gramme in Betracht gezogen. In der näheren Auswahl standen labelme2, LabelImg3, BBox-

Label-Tool4 und Robo�ow Annotate (Roboflow Inc. 2021). Labelme und labelImg funktionier-
ten auch nach einigen Versuchen leider nicht zufriedenstellend und stabil, was vermutlich
an der von mir verwendeten Hardware lag. BBox-Label-Tool unterstützt nur rechteckige
Ground Truths und ist zusätzlich leider veraltet und kam daher nicht weiter in Betracht.
Letztlich wurde Roboflow aus folgenden Gründen gewählt:

ˆ leicht zu bedienende Nutzeroberfläche ohne Installations- und Einrichtungsaufwand
ˆ plattformunabhängig, da es sich um ein Onlinetool handelt
2Website des Programms: github.com/wkentaro/labelme (besucht am 06.02.2021)3Website des Programms: github.com/tzutalin/labelImg (besucht am 06.02.2021)4Website des Programms: github.com/puzzledqs/BBox-Label-Tool (besucht am 06.02.2021)
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Abbildung 5.4.: Screenshot des Annotation-Tools RoboflowQuelle: Screenshot von Roboflow (Roboflow Inc. 2021)

ˆ direkter Export in das für TensorFlow optimierte tfrecord-Format
ˆ bis zu 1.000 Bilder im Cloudspeicher speicherbar und Datensätze direkt per Down-
loadlink in Colab abrufbar

ˆ einfache Versionierung, Verwaltung und Teilung von Datensätzen
ˆ zusätzlich konfigurierbare Augmentation (Umwandeln in Graustufen, Spiegelung etc.)

Allerdings ist diese Software registrierungspflichtig, proprietär und ab 1.000 Bildern kosten-
pflichtig. Außerdem sind in der kostenlosen Version nur rechteckige Ground Truths möglich,
keine allgemeinen Polygone. Für die Nutzung in der Projektarbeit war das allerdings ausrei-
chendund zielführend. In Abbildung 5.4 ist beispielhaft ein Labeling der Treppen in Roboflow
zu sehen. Die Treppen sind jeweils hellgrün umrandet.
Als Grundlage für das Labeling wurde ein Teil des CubiCasa5k-Datensatz von Kalervo

u. a. (2019) genutzt. Dieser enthält überwiegend Architekturpläne als Grundrisse. Es wur-
den nur Grundrisse herausgesucht, auf denen Treppen eingezeichnet sind. Außerdem wur-
den nur Pläne gewählt, in denen kaum oder keine handschriftlichen Eintragungen gemacht
wurden. Wenn möglich, wurden mithilfe eines Bildbearbeitungsprogramms solche Anmer-
kungen entfernt, um die Qualität der Trainingsdaten zu erhöhen. Die Seitenlänge der ins-
gesamt 58 Grundrisse lag zwischen 200 und 2800 Pixeln, was dadurch bedingt war, dass
für manche Gebäude alle Etagen in einer Bilddatei gespeichert waren. Diese Etagen wurden
vor dem Training noch in einzelne Bilder aufgeteilt, wodurch letztlich eine Seitenlänge zwi-
schen 200 und 1000 Pixeln vorhanden war. Alle Bilder wurden nach dem Labeln auf eine
Größe von 320 mal 320 Pixeln vergrößert beziehungsweise verkleinert. Dies entspricht der
Eingangsgröße des verwendeten Neuronalen Netzes (siehe Abschnitt 5.3.4). Dabei wurde
die längste Seite auf 320 Pixel gesetzt und die kürzere Seite proportional verkleinert, wobei
dadurch an einer Seite fehlende Pixel durch weiße Pixel aufgefüllt wurden. Dabei bleiben
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die Proportionen der Eingangsbilder erhalten. Um die Anzahl verfügbarer Trainingsdaten
zu erhöhen, wurde in Roboflow außerdem eine zufällige horizontale und vertikale Spiege-
lung der Bilder eingesetzt. Dadurch waren statt 58 Bilder mit 87 Instanzen von Treppen
nun 154 Bilder mit 261 Instanzen verfügbar. Die Teilung in Trainings- und Valdierungsdaten-
satz erfolgte in etwa 80 zu 20. Das ergibt 123 Trainings- und 31 Valdidierungsbilder. Diese
werden per Downloadlink der Form https://app.roboflow.com/ds/<Datensatz-ID> aus
dem Cloudspeicher von Roboflow bereitgestellt.
5.3.3. Trainingsumgebung mit Google Colaboratory

Um kurzfristig mehr Rechenleistung zur Verfügung zu haben, wurde der Onlineservice Goo-

gle Colaboratory(abgekürzt alsColab) von Google Research (2021) genutzt. Dort wird kosten-
los Speicherplatz und Rechenleistung durch CPUs, GPUs oder TPUs zur Verfügung gestellt,
welche durch das Betriebssystem Ubuntu 18.04 LTS gesteuert werden. Eingeschränkten Zu-
griff zu diesem Betriebssystem hatman über einen Dateibrowser sowie Jupyter-Notebooks5.
Durch die bereitgestellte Rechenleistung kann das Training schneller als am heimischen
Computer erfolgen. Dabei ist allerdings zu bedenken, dass Nutzerdaten und Interaktionen
mit der Website durch Google protokolliert werden. Außerdem ist eine Anmeldung via Goo-
gle Account verpflichtend. Nutzt man ausschließlich das kostenlose Angebot, ist außerdem
der Speicherplatz auf circa 70 Gigabyte begrenzt und die zur Verfügung stehende Rechen-
leistung von der Gesamtauslastung des Systems durch weitere gleichzeitig aktive Nutzer
von Colab abhängig. Bei längerer Inaktivität (variiert zwischen 10 und 120 Minuten, je nach
Auslastung des Gesamtsystems) wird man automatisch von Colab getrennt. Nach dem Ab-
meldenwird der gesamte Speicher geleert und nur die verwendetenNotebooks gespeichert.
Daher ist die kostenlose Variante nur für kurze Trainings und relativ kleine Datenmengen ge-
eignet. Für die Verwendung in der Projektarbeit waren diese Einschränkungen jedoch nicht
allzu hinderlich oder ließen sich teilweise umgehen.
Das Einrichten der Trainingsumgebung erfolgt durch Updaten des in Colab verwendeten

Betriebssystems Ubuntu 18.04 LTS, dem Download der TensorFLow Object Detection API,
der Installation und demTesten der API, demLaden der Trainingsskripte und demDownload
der eigenen in Roboflow erstellten Trainingsdaten (siehe dazu Quellcode IV.1 bis IV.4 im
Anhang ab Seite XI).
5.3.4. Verwendetes Künstliches Neuronales Netz

Das im zweiten Prototypen verwendete Neuronale Netz ist das von Howard u. a. (2017) er-
stellte SSD MobileNet v2 320x320. Es ist im TensorFlow Model Zooverfügbar6 und wurde mit
dem COCO-Datensatz (Lin, Maire u. a. 2014) trainiert. Durch dieses bereits erfolgte Training

5Jupyter Notebook ist eine interaktive Entwicklungsumgebung, in der man Python-Quellcode wie in einemTextdokument abschnittsweise darstellen, aber auch ausführen kann. Außerdem bietet diese sogenannte Ma-
gic Commands, mit denen unter anderem auch die Bash (Schnittstelle zwischen Betriebssystem und Benutzer)angesteuert werden kann.6Direkter Download unter download.tensorflow.org/models/object_detection/tf2/20200711/ssd_
mobilenet_v2_320x320_coco17_tpu-8.tar.gz (besucht am 17.01.2021)
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sind die Gewichte bereits für Objekterkennung trainiert. Zwar wäre es besser, ein mit Bau-
plänen trainiertes Netz nutzen zu können; ein solches Netz war aber nicht verfügbar.
Die Familie der MobileNetswurde eigentlich entwickelt, um für mobile oder eingebette-

te Systeme schnelle und dennoch präzise Objekterkennung und -lokalisierung zu leisten.
Die Grundlage für dieses Netz bildet das von Liu u. a. (2016) vorgestellte Neuronale Netz
SSD. Dieses nutzt eine Technik namens Single Shot Detection. Dabei werden nicht erst nach
dem Einlesen des Bildes Vorhersagen in Form von Bounding Boxes über sich möglicherwei-
se im Bild befindende Objekte gemacht. Stattdessen wird das Bild in ein Raster eingeteilt.
Innerhalb dieses Rasters wird Zelle für Zelle nach möglicherweise vorhandenen Objekten
gesucht. Falls in einer Zelle keine gesuchten Objekte erkannt werden, wird diese dem Hin-
tergrund zugeordnet. Wird ein gesuchtes Objekt erkannt, wird eine sogenannte Anchor Box

genutzt, um den tatsächlichenOrt des Objektes genauer zu ermitteln. Anchor Boxes sind da-
bei eine Menge Rechtecke verschiedener Größe, die während des Trainings erlernt werden.
Sie repräsentieren also häufig vorkommende Seitenverhältnisse der zu erkennenden Objek-
te. Durch diese vorher ermittelten Anchor Boxes muss das Neuronale Netz nicht für jedes
Objekt eine neue Bounding Box ermitteln, was die Antwortdauer und die Parameteranzahl
deutlich verringert. Für jedes Bild werden je nach Größe und Anzahl der erwarteten Klassen
zwischen 8.000 und 26.000 Anchor Boxes verwendet. Nachteil ist eine geringereGenauigkeit
in der Lokalisierung des Objektes, da sowohl die Seitenverhältnisse als auch die Anzahl der
Anchor Boxes beschränkt sind. Daher können Objekte, die von den Seitenverhältnissen der
Anchor Boxes abweichen, nur ungenau lokalisiert werden. Da die Treppen in den verwende-
ten Trainings- und Testdaten aber alle ähnliche Seitenverhältnisse und Größen haben, hat
dieses Neuronale Netz dennoch gute Ergebnisse erzielen können.
5.3.5. Durchführung des Trainings

Das Training erfolgt eng angelehnt an die im Tensor�ow 2 Object Detection API Tutorialge-
nannten Schritte von Abubakr (2020). Auch die genutzten Trainingsskripte wurden diesem
Tutorial entnommen und an die Ausführung in Colab angepasst. Das modifizierte Tutorial
befindet sich in einem eigenen GitHub-Repository7 (Kaulfuß 2021b). Das Training wird in
Colab mit dem Trainingsskript der TensorFlow Object Detection API gestartet. Der Aufruf
in Colab ist in Quellcode IV.5 zu sehen. Das Training lief über 1500 Epochen, was circa 5
Minuten dauerte.
In Abbildung 5.5 ist der Verlauf des Fehlers bei der Objekterkennung (Blau) und der Fehler

der Objektlokalisierung (Rot) während des Trainings dargestellt. Die Gesamtfehlerfunktion
ist eine gewichtete Summe aus den beiden zuvor genannten Fehlern (Howard u. a. 2017).
Während des Trainings schwankte der Fehler sowohl der Lokalisierung als auch der Klassifi-
kation teilweise noch recht stark. Gegen Ende des Trainings blieben allerdings beide Fehler
meist unter 10%, weshalb das Neuronale Netz dennoch gute Testergebnisse erzielen konn-
te. Allerdings weisen die großen Unterschiede des Trainingsfehlers von Epoche zu Epoche
auf ein Overfitting des Neuronalen Netzes hin. Leider wurden aus einem mir nicht bekann-
ten Grund keine Fehler für den Validierungsdatensatz während des Trainings aufgezeichnet.

7Quellcode verfügbar unter https://github.com/araccaine/floorplan-object-detection
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Abbildung 5.5.: Metriken des Trainings des zweiten Prototypen nach 1500 Epochen. Blau:Fehler der Klassifikation; Rot: Fehler der Lokalisierung; Schwarz: Größe derLernrate (Hinweis: die Lernrate hat eine eigene Achse auf der rechten Seite)Quelle: Eigene Darstellung

Anhand dieser Daten hätte man ein mögliches Overfitting noch genauer erkennen können.
Der schwarze Graph in Abbildung 5.5 ist die adaptive Lernrate, die in einer sogenannten

Warm-Up-Phasebis zur 100. Epoche linear ansteigt und ab da wieder abfällt. Die Verkleine-
rung der Lernrate ist abhängig von der erzielten Trainingsgenauigkeit: Da zu Beginn des Trai-
nings noch nicht klar ist, wie weit entfernt das globale Optimum der Fehlerfunktion ist, wird
die Lernrate sehr klein gewählt (selbst gewählter Startwert: 0,0056). Anschließend steigt sie
linear auf 0,025 an, um die Konvergenzgeschwindigkeit zu erhöhen. Zum Ende des Trainings
ist die Lernrate wieder sehr klein, um kein Optimum der Fehlerfunktion zu überspringen.

5.3.6. Testergebnis

Zum Auswerten der Testbilder wird das Skript detect_objects.py gestartet (siehe Quell-
code IV.5 in Zeile 14). Dabei wird unter anderem der optionale Parameter --threshold

übergeben. Dieser Schwellwert legt fest ab welchem Sicherheitswert das Neuronale Netz
ein Objekt als sicher genug erkanntbewertet und deshalb mit einer Bounding Box markiert.
Der durch die TensorFlow Object Detection API festgelegte Standardschwellwert ist 0,5. Da-
mit ist sichergestellt, dass sich das Neuronale Netz sicherer ist, dasses sich um das erkannte
Objekt handelt, als dass es sich nicht um das erkannte Objekt handelt. Um auch weniger si-
chere Klassifikationen anzuzeigen, habe ich den Schwellwert auf 0,4 gesenkt. Dadurch ist
besser erkennbar, was das Neuronale Netz alles als Treppe ansehen könnte.
In Abbildung 5.6 sind beispielhaft Testergebnisse von drei Grundrisse mit einer Sicherheit

größer als 0,9 zu sehen. Die Treppen an sich werden sehr sicher erkannt. Problematisch ist
dagegen die Lokalisierung: die Bounding Boxes sind teilweise um mehrere Millimeter ver-
schoben. Bei einem in Grundrissen üblichen Maßstab von 1:50 bedeutet eine Abweichung
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Abbildung 5.6.: Korrekt erkannte Treppen in den Testdaten. Die Zahl oberhalb der grünenBounding Box gibt die Sicherheit des Neuronalen Netzes an, mit der es andieser Stelle eine Treppe erkannt hat. Von Links nach rechts: 90%, 93%,93%Quelle: Output der TensorFlow Object Detection API

von einem Millimeter bereits eine reale Abweichung von fünf Zentimetern. Diese Abwei-
chung kann vermutlich verringert werden, indemman ausschließlich hochauflösende Bilder
mit sehr präzise gesetzten Bounding Boxes zum Training verwendet. Wird beispielsweise
ein Grundriss von einem Papier im Format DIN A1 (594 Ö841 Millimeter Seitenlänge) mit
150 dpi eingescannt, entsteht eine Bilddatei mit der Auflösung 3508Ö4967 Pixel. Ein solche
Bildgröße sollte für das Training ausreichend sein. Solch hochwertige Scans sind aber mit 3
bis 10 Euro je Scan teuer und aufwendig anzufertigen. Alternativ dazu könnte man lediglich
die relevanten Gebiete der Grundrisse scannen oder bereits digital verfügbare Grundrisse
von aktuelleren Bauvorhaben nutzen. In jedem Fall ist das Erstellen eines solchen Datensat-
zes mit hohem Zeit- und Kostenaufwand verbunden. Außerdem muss das zu trainierende
Künstliche Neuronale Netz leistungsfähig genug sein. Das hier verwendete Netz verwendet
die zuvor beschriebene Single-Shot-Detection und hat eine Eingangsauflösung von 320 mal
320 Pixeln. Für hochauflösende Bilder und präzisere Erkennung könnte beispielsweise das
ebenfalls aus der Familie der Single-Shot-Detection-Netze stammende und bei Facebook AI

Researchentwickelte SSD ResNet152 V1 FPN 1024x1024 (RetinaNet152)in Frage kommen (Lin,
Goyal u. a. 2017). Es bietet eine hohe Auflösung von 1024 mal 1024 Pixeln und ist auch bei
stark unausgewogenen Klassenverhältnisse robust. Das kann zum Beispiel für Grundrissen
von Vorteil sein, da zum Beispiel viel mehr Fenster als Treppen zu erkennen sind. In dieser
Projektarbeit wurden auch lediglich rechteckige Bounding Boxes um die erkannten Trep-
pen gelegt. Die meisten Bauteile in Grundrissen sind aber nicht rechteckig. Daher könnte
für weitere Untersuchungen ein Neuronales Netz genutzt werden, welches das gesamte
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Abbildung 5.7.: Falsch erkannte Treppe in den Testdaten. Die links mit 65% Sicherheiterkannte Treppe ist eigentlich eine Überdachung der Terrasse.Quelle: Output der TensorFlow Object Detection API

erkannte Objekt maskiert. Das heißt, dass es alle als dem Objekt zugehörig erkannte Pixel
in einer Maske zusammenfasst. Dafür kommt beispielsweise das Faster R-CNN ResNet152 V1

1024x1024 in Frage, welches das Neuronale Netz Faster R-CNNvon Ren u. a. (2017)mit einem
anschließenden Residual Network verbindet. Das erstellen von Trainingsdaten mit Polygo-
nen als Ground Truth sowie das Training selbst sind allerdings deutlich zeitaufwendiger und
komplexer zu implementieren als die zuvor genannten Optionen.
In Abbildung 5.7 ist ein falsch erkannter Bereich in einem Grundriss zu sehen. Das Neuro-

nale Netz hat durch die Ähnlichkeit der Gitterstruktur mit einer normalen Treppe Probleme,
diese Struktur von einer Treppe zu unterscheiden. Eine solche Falscherkennung ist stell-
vertretend für ein generelles Problem: in Bauplänen könnten vor allem durch großflächige
Schraffuren viele false positiveserkannt werden.
Ein gegenteiliges Problem ist in Abbildung 5.8 erkennbar. Hier handelt es sich um false ne-

gatives, da offensichtlich vorhandene Treppen nicht als solche erkannt werden. Solch kurze,
gerade Treppen waren allerdings auch verhältnismäßig selten in den Trainingsdaten vorhan-
den, weshalb deren Erkennungsrate erwartungsgemäß klein ist.
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Abbildung 5.8.: Nicht erkannte Treppen in den Testdaten. Die erkannte Treppe rechtsunten wurde mit 43% Sicherheit erkannt, die anderen Treppen liegen unterdem Schwellwert von 40% und werden daher nicht als Treppen anerkannt.Quelle: Output der TensorFlow Object Detection API
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5.4. Fazit und Ausblick

In diesem praktischen Teil der Projektarbeit wurde ein Künstliches Neuronales Netz auf Ba-
sis des SSD MobileNetvon Liu u. a. (2016) auf die Erkennung von Treppen in Grundrissen
trainiert. Die Erkennungsrate war zufriedenstellend, wenn man dazu die verwendete Bild-
auflösung und die eher geringe Menge der Trainingsdaten betrachtet. Von 30 sich in den
Testbildern befindlichen Treppen wurden 22 korrekt erkannt, 7 Treppen nicht erkannt und
eine Struktur fälschlich als Treppe identifiziert. Für zukünftige Untersuchungen sollte vor-
her genau definiert werden, ob eher die Erkennungsrate, die präzise Lokalisierung oder
die Auswertungsgeschwindigkeit im Vordergrund stehen sollte. Diese Kriterien bestimmen
maßgeblich das zu verwendende Neuronale Netz. Meiner Meinung nach steht die präzise
Lokalisierung an erster Stelle, während die Ausführungsgeschwindigkeit eher vernachlässigt
werden kann.
Außerdem sollten für bessere Ergebnisse deutlich mehr Trainingsdaten gesammelt und

vorbereitet werden. Dabei ist auch zu beachten, welche Art der Grundrisse zum Training
verwendet wird (Baupläne, Architekturpläne, Level of Detail und so weiter) und welche Bau-
teile darin eingezeichnet sind. Die meisten Bauteile haben verschiedenste Ausprägungen,
die man eventuell sogar einzeln als Klasse einführen könnte, um die Präzision zu erhöhen.
So könnte man die Bauteilgruppe der Treppen zum Beispiel in gerade Treppen, viertel- und
halbgewendelte Treppen sowie Wendeltreppen einteilen. Der in Abschnitt 5.3.6 erläuterte
Wechsel von rechteckigen Bounding Boxes zu Polygonen führt wahrscheinlich ebenfalls zu
einer massiven Präzisionssteigerung.
Neben dem Ort einer Treppe im Grundriss ist die Laufrichtung und die Stufenzahl einer

Treppenkonstruktion relevant. Diese Eigenschaften lassen sich nach der Lokalisierung durch
das Neuronale Netz in einem weiteren Verarbeitungsschritt ermitteln. Weiterhin könnten
aus der Erkennung oder Eingabe des Maßstabes des Grundrisses direkt Maße der Bauteile
abgeleitet werden. Außerdem ist für eine praktische Anwendung einer automatischen Bau-
teilerkennung ein Export in ein geeignetes Format notwendig. Dafür bietet sich beispielswei-
se der Standard IFC an, was allerdings aufwendige Preprocessingschritte erfordert.
Zusammenfassend lässt sich sagen, dass die Genauigkeit einer Bauteilerkennung durch

ein Neuronales Netz maßgeblich von Qualität und Menge der Trainingsdaten sowie der ver-
wendeten Netzarchitektur abhängt. Bisherige Arbeiten haben als Datengrundlage allerdings
meist Architekturpläne mit teilweise erheblichem Preprocessing genutzt. Um Bauteile di-
rekt auf Bauplänen erkennen zu können, muss erst ein großer Trainingsdatensatz gesam-
melt werden. Die Optimierung von Hyperparametern des verwendeten Neuronalen Netzes
scheint dagegen wenig Auswirkung auf die Genauigkeit zu haben, da die vorgeschlagenen
Netze bereits zuvor durch deren Autoren optimiert wurden.
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Schriftfeldes

Ein Schriftfeld ist ein Feld auf einem Bauplan oder einer technischen Zeichnung, welches
Metainformationen wie Planbezeichnung, Maßstab, Datum und Urheber des Plans enthält.
Zwar enthält die Norm ISO-7200:2004 (2004) gewisse Vorgaben wie Platzierung auf der Sei-
te, Breite und Liniendicke des Schriftfeldes vor, was aber in der Realität vor allem bei älteren
Zeichnungen oft nicht genau beachtet wird. Zusätzlich sind durch die Norm Eigenschaften
wie Anzahl der Felder, Spaltenbreite sowie Reihenfolge und Aufteilung der Felder nicht ge-
regelt. Daher können Schriftfelder in verschiedensten Größen und Ausprägungen auftreten.
Diese Tatsache erfordert einen robusten Algorithmus, der sich nicht ausschließlich auf die
erwartete Größe und Position des Schriftfeldes in der Zeichnung verlassen kann.
Najman u. a. (2002) setzten in ihrer Arbeit auf die Zeichnungsecken begrenzte, horizontal

projizierte Histogramme ein. Dadurch ließen sich in den Ecken einer Zeichnung ein mögli-
ches Schriftfeld lokalisieren. Ein solches projiziertes Histogramm gibt die Häufigkeitsvertei-
lung der Farbwerte entlang einer Dimension des Bildes an. Ergeben sich regelmäßige, mit
Tälern abwechselnde Spitzen imHistogramm, ist in dieser Eckemit hoherWahrscheinlichkeit
eine tabellenartige Struktur – wie zum Beispiel ein Schriftfeld – zu finden. Die regelmäßigen
Spitzen stellen dabei horizontale Trennlinien im Schriftfeld dar. Diese Methode setzt jedoch
voraus, dass sich das Schriftfeld immer in einer der vier Ecken befindet.
Kasar u. a. (2013) entwickelten einen allgemeinen Ansatz zur Erkennung von Tabellen ver-

schiedenster Art, der sich auf die Erkennung horizontaler und vertikaler Linien verlässt. Die-
se werden durch Anwendung eines Gausschen Filters herausgearbeitet. Anschließend wer-
den alle Linie, die durchmindestens zwei weitere berührt oder geschnitten werden, als mög-
liche Teile einer Tabelle angesehen. Mehrere Eigenschaften der Linien, wie durchschnittliche
Länge, Abstand zu anderen Linien oder Start- und Endpunkte werden zum Training einer
Support Vector Machine1 (SVM) genutzt. Anschließend kann diese SVM neue Tabellen aus
den bisher gelernten Strukturen erkennen. Dieses Verfahren benötigt eine größere Menge
Trainingsdaten. Es wurden circa 1000 Tabellen zum Training verwendet.

1Support Vector Machines gehören ebenfalls zu überwachten maschinellen Lernverfahren.
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In einer Übersicht von Sulaiman u. a. (2012) über verschiedener Methoden zur Erkennung
von Tabellen wurde die Erkennung von Konturen um Tabellen als vielversprechende Metho-
de angesehen. Daher wurde für die Erkennung und das Einlesen des Schriftfeldes ein ande-
rer Ansatz als für die Bauteilerkennung gewählt. Das grundlegende Vorgehen zum Erkennen
der Konturen wird im folgenden Kapitel erklärt. Dieser Arbeitsschritt kommt komplett ohne
Maschinelles Lernen aus, da die Form von Schriftfeldern stark unterschiedlich sind. Dies wür-
de eine enorme Menge Trainingsdaten erfordern. Erst die Texterkennung geschieht durch
ein Neuronales Netz.

6.1. Grundlegendes Vorgehen
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Abbildung 6.1.: Schematischer Ablauf der Erkennung und das Auslesen des SchriftfeldesQuelle: Eigene Zeichnung
In Abbildung 6.1 ist der Ablauf der Erkennung und das Auslesen des Schriftfeldes sche-

matisch dargestellt. Der gesamte von mir geschriebene Quellcode ist auf GitLab2 zu finden
(Kaulfuß 2021c).
Beim Start des Programms wird der Workspace vorbereitet und das System auf eine funk-

tionierende Installation von Tesseract und pytesseract geprüft. Anschließend wird die zu
analysierende Bilddatei eingelesen und wie in Abschnitt 4.1.1 beschrieben in ein Array über-
führt. Nach dem Preprocessing werden alle Konturen im Bild gesucht und alle potentiellen
Schriftfelder und deren enthaltenen Textfelder extrahiert. Erst dannwird einOCR über jedes
erkannte Feld durchgeführt.
6.1.1. Preprocessing

Nach dem Einlesen des Bildes werden mehrere Schritte des Preprocessing darauf ange-
wandt, die in Abschnitt 4.3 erläutert werden. Das originale Bild wird dabei einmal für die
Texterkennung und einmal für die Erkennung der Felder des Schriftfeldes vorbereitet. Für
die Texterkennung wird nach der Binarisierung lediglich einmal eine Erosion durchgeführt,
um kleine Textteile wie i-Punkte oder Satzzeichen nicht zu stark zu Vergrößern, da diese
dann mit benachbarten Zeichen verschmelzen könnten. Für die Erkennung der Felder des
Schriftfeldes wird die Erosion mehrfach und mit größerer Strukturmaske durchgeführt, um
eventuelle kleine Lücken innerhalb der Linien füllen zu können. Diese entstehen vor allem
durch schlechte Druckqualität oder häufiges Falten der Baupläne.

2Quellcode verfügbar unter gitlab.com/araccaine/title-block-detection-with-ocr
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6.1.2. Erkennung einzelner Felder

Das Erkennen der Schrift- und Textfelder folgt dem Vorschlag von Kedia (2020). Textfelder in
Schriftfeldern sind normalerweise rechteckig umrandete Felder. Um diese erkennen zu kön-
nen, werden zuerst alle Konturen imbinarisierten Bildmithilfe der Funktion findContours()

von OpenCV gesucht. Der dazu durch OpenCV bereitgestellte Algorithmus folgt dem Vor-
schlag von Suzuki u. a. (1985). Konturen in diesem Kontext sind alle kürzesten Umrandun-
gen um Gruppen aus schwarzen Pixeln. Dabei wird eine Liste erzeugt, in der für jede Kon-
tur alle Eckkordinaten gespeichert werden. Anschließend wird mit der OpenCV-Funktion
minAreaRect() um jede Kontur ein Rechteck gelegt. Dieses umschließende Rechteck muss
nicht parallel zum Rand sein, sondern kann auch gedreht werden, um die minimale Umran-
dung durch ein Rechteck zu finden. Dann wird die Fläche der Umrandung mit der realen
Fläche der Kontur verglichen. Falls diese Flächen weniger als 95% voneinander abweichen,
wird die Kontur als gefundenes Rechteck behandelt, ansonsten verworfen. Der Schwellwert
von 0,95% hat sich hierfür als allgemein genug herausgestellt, um auch leicht schiefe oder
gewölbte Felder noch als Rechteck erkennen zu können.
Um zu kleine Felder von vornherein zu verwerfen, wird eine Mindestseitenlänge von 10

Pixeln festgelegt, da unter dieser Länge eine Schrifterkennung nicht erfolgreich ist, da die
Schrift dann nicht mehr groß genug ist. Das spart Rechenleistung und Arbeitsspeicher. Wei-
terhin wird manuell eine Grenze in der Einheit Pixel x Pixel für die Fläche jeder Kontur fest-
gelegt. Damit werden zu kleine und zu große Felder ebenfalls ausgeschlossen. Die Mindest-
fläche ergibt sich automatisch aus der Mindestseitenlänge von 10 Pixeln zu 100 Pixel x Pixel.
Das Maximum der Fläche wird als ein Drittel der Gesamtfläche des Bildes festgelegt. Dieser
Wert sollte in üblichen Zeichnungen auf DIN A4 Papier oder größer ausreichen.
Die so gefundenen möglichen Textfelder werden als neue Arrays in eine Liste gespeichert

und können später einzeln mit der OCR-Software untersucht werden. Durch die Trennung
in einzelne Felder wird der semantische Zusammenhang innerhalb der jeweiligen Felder
gewährleistet. In Abbildung 6.2 ist eine solche Einteilung in erkannte Textfelder zu sehen.

6.1.3. Texterkennung durch Tesseract OCR

Die Texterkennung erfolgt mit der Software Tesseract OCR (Smith 2020). Das darin verwen-
dete Neuronale Netz ist in Abschnitt 4.4 detailliert erklärt. Durch das vorherige Unterteilen
des gesamten Bildes in einzelne Textfelder bleibt der Zusammenhang der Informationen in
jedem Textfeld erhalten, solange zusammengehörige Informationen im selben Textfeld ste-
hen. Um die Erkennung von Abkürzungen und im Test oft falsch erkannten Worten zu ver-
bessern, wurde die Funktion user_words von Tesseract OCR verwendet. Mit dieser lassen
sich eigene zu erkennende Worte zur Wortdatenbank hinzufügen. Die Worte oder Abkür-
zungen Architekt, Architekturbüro, Architekten, Bauherr, Maÿstab, Massstab, Masstab, M., MST.

und DATUMwurden dabei hinzugefügt, um die Erkennungsrate zu erhöhen.
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6. Erkennung und Einlesen eines Schriftfeldes

Abbildung 6.2.: Durch OpenCV erkannte Konturen eines Schriftfeldes. Orangene Liniensind allgemein als Konturen erkannte Pixelketten, hellgrüne Linien sind alsRechtecke erkannte Formen.Quelle: Output der Textfelderkennung
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6.2. Fazit und Ausblick

Abbildung 6.3.: Ausgabe der Texterkennung in TabellenformQuelle: Screenshot der .csv-Datei

6.1.4. Postprocessing der Texterkennung

Die im vorherigen Schritt erkannten Zeichen und Worte enthalten noch keine Zusammen-
hänge zueinander. Daher werden durch sogenannte Regular Expressionsin jedem Textfeld
Schlüsselworte und, falls verfügbar, nach Mustern die zum entsprechenden Schlüsselwort
passen gesucht. Diese sind in Quellcode IV.7 auf Seite XIII zu sehen. Bisher implementierte
Schlüsselworte und deren Variationen sind Maÿstab, Datum, Architekt, Bauherr, Bauteilund
Blattnummer. Für den Maßstab und das Datum sind zusätzlich Muster implementiert, die
zum Beispiel auch Inhalte der Form DD/MM/YYYY oder DD.MM.YYYY (Tag, Monat, Jahr) als
Datumsformat erkennt. Für den Maßstab werden Kombinationen der Form <Zahl : Zahl>

gesucht und dabei Zahlen mit führenden Nullen ignoriert. Dabei führen Leerzeichen zwi-
schen den Doppelpunkten nicht zum Fehlschlagen der Erkennung als Maßstabsangabe.
Da bei der Texterkennung durch OCR-Software jeder Art häufig Verwechselungen ähnlich

aussehender Zeichen auftritt, werden diese kritischen Zeichen im Postprocessing überprüft.
Dies geschieht gleichzeitig mit der zuvor beschriebenen Schlüsselworterkennung. Dadurch
werden Verwechselungen von a $ b, l $ i $ t und h $ n erkannt. Wurde beispielsweise das
Wort Bauherrdurch Tesseract OCR als Bouherrerkannt, wird es im Postprocessing dennoch
korrekt als Schlüsselwort Bauherr erkannt.
Die erkannten Schlüsselworte sowie die zugehörigen Feldinhalte werden in einer .csv -

Datei in Tabellenform gespeichert. Eine solche Datei für das Beispielbild in Abbildung 6.2 ist
in Abbildung 6.3 in Tabellenform aufbereitet.

6.2. Fazit und Ausblick

Das hier vorgestellte Verfahren zur Erkennung von Schriftfeldern ist noch sehr limitiert. Vor-
aussetzung ist eine vollständige Umrandung des Schriftfeldes durch gerade, senkrecht zu-
einander stehende Linien. Falls wie in Abbildung 6.2 ein Bild leicht schief oder leicht gewölbt
eingescannt wurde, kann Tesseract OCR dies selbst ausgleichen, bei größeren Verzerrungen
schlägt aber sowohl die Erkennung von rechteckigen Feldern als auch die Texterkennung
fehl. Ein verbessertes Preprocessing durch Begradigen und Entzerren des Bildes sollte die-
ses Problem beheben können.
Eine weitere Schwierigkeit für den Algorithmus sind Linien von Feldern, die Lücken aufwei-
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sen und dadurch nicht als rechteckiges Feld erkannt werden, da die Kontur nicht ausschließ-
lich das Feld umfasst. Durch die Erosion im Preprocessing wird dieser Fehler zwar verringert,
allerdings führt exzessive Erosion zumVerschmelzen von Begrenzungslinien und Text in den
Feldern. Auch durch häufiges Falten des Bauplanes entstandene Linien oder händisches Be-
schriften über mehrere Felder hinweg werden die Felder nicht mehr als solche erkannt.
Auch die Tatsache, dass sich zusammenhängende Informationen über mehrere Felder

erstrecken können oder gar keine Schlüsselworte in den Feldern stehen, kann durch den
vorgestellte Algorithmus nicht abgefangen werden. So sind beispielsweise die Datumsanga-
ben in Abbildung 6.2 alle in eigenen Feldern untergebracht, wodurch ein Erkennen eines
Zusammenhanges nicht möglich ist.
Mit ausreichend vorhandenen Trainingsdaten ließe sich eventuell auch ein Neuronales

Netz zur Erkennung von Zusammenhängen im Schriftfeld nutzen. Dafür dürfte jedoch mas-
sives Preprocessing der gescannten Baupläne notwendig sein, um die Präzision der Erken-
nung zu gewährleisten.

88



I. Abkürzungsverzeichnis

BIM Building Information Modeling
LOD Level of Detail
ML Machine Learning, Maschinelles Lernen
DL Deep Learning
OCR Optical Character Recognition
API Application Programming Interface (Programmierschnittstelle)
CPU Central Processing Unit
GPU Graphics Processing Unit
CUDA Compute Unified Device Architecture
TPU Tensor Processing Unit
COCO Common Objects in Context (Lin, Maire u. a. 2014)
NN Neuronales Netz
KNN Künstliches Neuronales Netz
ANN Artificial Neuronal Network
FNN Feedforward Neuronal Network
DNN Deep Neural Network
TLU Treshold Logic Unit
LTU Linear Treshold Unit
CNN Convolutional Neural Network
RNN Recurrent Neural Network
GAN Generative Adversarial Network
MT-DNN Multi-Task Deep Neural Network
ResNet (Deep) Residual Network
LSTM Long Short-Term Memory
sgn Signumsfunktion
tanh Tangens Hyperbolicus
ReLU Rectified Linear Unit function
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I. Abkürzungsverzeichnis

ELU Exponential Linear Unit
SELU Scaled Exponential Linear Unit
MSE Mean Squared Error
SVM Support Vector Machine
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IV. Quelltextausschnitte

Quellcode und Skripting für die Bauteilerkennung

Quellcode IV.1: Vorbereitung des Workspace in Colab via Jupyter Notebook

1 %%bash

2 # Update system packages

3 sudo apt update

4 sudo apt -y upgrade

5 # check Python Version

6 python3 -V

7
8 %%bash

9 # Install pip

10 apt install -y python3-pip

11
12 %%bash

13 # make sure all needed libraries are installed

14 apt install -y build-essential libssl-dev libffi-dev python3-dev libgtk2.0-dev pkg-

,! config

Quellcode IV.2: Laden der TensorFlow Object Detection API

1 import os

2 import pathlib

3
4 # Clone the tensorflow models repository if it doesn't already exist

5 if "models" in pathlib.Path.cwd().parts:

6 while "models" in pathlib.Path.cwd().parts:

7 os.chdir('..')

8 elif not pathlib.Path('models').exists():

9 !git clone --depth 1 https://github.com/tensorflow/models
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IV. Quelltextausschnitte

Quellcode IV.3: Installieren und Testen der TensorFlow Object Detection API

1 %%bash

2 # install protobuf-compiler

3 apt install protobuf-compiler

4
5 %%bash

6 cd models/research/

7 # install openCV

8 pip install opencv-contrib-python

9
10 # compile protoc

11 protoc object_detection/protos/*.proto --python_out=.

12
13 # Install Tensorflow ObjectDetection API

14 cp object_detection/packages/tf2/setup.py .

15 python -m pip install .

16
17 %%bash

18 # test API installation

19 python models/research/object_detection/builders/model_builder_tf2_test.py

Quellcode IV.4: Laden der Trainingsskripte und des eigenen Datensatzes

1 %%bash

2 # get training scripts and pretrained model from own github repo

3 git clone https://github.com/araccaine/floorplan-object-detection.git

4
5 %%bash

6 # get custom dataset from roboflow.com

7 cd floorplan-object-detection/data/

8 curl -L "https://app.roboflow.com/ds/oHCw8RNYQw?key=mw7ZcRlCKz" > roboflow.zip; unzip

,! roboflow.zip; rm roboflow.zip

Quellcode IV.5: Starten des Trainingsskriptes und Testen des Modells

1 %%bash

2 # start training

3 cd floorplan-object-detection/train_tf2/

4 bash start_train.sh

5
6 # freeze trained model

7 %%bash

8 cd floorplan-object-detection/train_tf2/

9 bash export_model.sh

10
11 # test model with test images

12 %%bash

13 cd floorplan-object-detection/

14 python detect_objects.py --threshold 0.4 --model_path models/ssd_mobilenet_floorplan/

,! frozen_model/saved_model --path_to_labelmap data/train/stairs_label_map.pbtxt --
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,! images_dir data/samples/images/ --save_output

Quellcode IV.6: Vorbereiten des Exports des trainierten Modells und des Outputs

1 %%bash

2 # make model ready for export

3 cd floorplan-object-detection/models/ssd_mobilenet_floorplan/

4 # compress and zip

5 tar cvzf frozen_model.tar.gz frozen_model/

6
7 %%bash

8 # make output ready for export

9 cd floorplan-object-detection/data/samples/

10 # compress and zip

11 tar cvzf output.tar.gz output/

Quellcode für die Plankopferkennung

Quellcode IV.7: Regular Expressions zur Behandlung der gefundenen Textteile im Plankopf

1 regex_dict = \

2 {'Massstab':

3 # catches variants and typos in words Skala, scale, Ma ÿ stab, mst.

4 [r'(?i)m[ao](?:s*| ÿ | ÿ s)t[ao]b|s[ck][ao]l[e[ao]]|m(?:st|s)\.?|\bm',

5 # catches whitespaces in scales, e.g. 1 :100 or 200 : 2 and ignores numbers

,! with leading zeros

6 r'(?<!0)[1-9]\d*\s*:\s*[1-9]\d*', True],

7
8 'Datum':

9 [r'(?i)d[ao]t(?:um|e|\.?)',

10 # finds date with form dd mm yy or yyyy

11 r'(?:0?[1-9]|[12][0-9]|3[01])[-\/.](?:0[1-9]|1[012])[-\/.](?:\d\d\d\d|\d\d)',

,! True],

12
13 'Architekt':

14 [r'(?i)[ao]rch[il]tekt', None, False],

15
16 'Bauherr':

17 [r'(?i)b[ao]u[hn]e(?:rr|m)', None, False],

18
19 'Bauteil':

20 [r'(?i)b[ao]ute[il]{2}', None, False],

21
22 'Blattnr.':

23 [r'(?i)b[il][ao]tt\W?(?:n(?:ummer|um)?\.?)?|bl?\W{0,2}nr?\W', None, False]

24
25 }

XIII


	Titelblatt
	Inhaltsverzeichnis
	Einleitung
	

	

